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1. Einführung

1.1 Biologische Neuronen und Berechenbarkeitsaspekte
1.2 Rolle von künstlichen neuronalen Netzen
1.3 Historischer Überblick
1.4 Charakterisierung von neuronalen Netzen
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1.1 Biologische Neuronen und
Berechenbarkeitsaspekte

Überblick:
Nervenzellen im Gehirn
Strukturelle Komponenten der Nervenzellen
Prinzipien neuronaler Informationsverarbeitung
Berechenbarkeitsaspekte
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Nervenzellen im Gehirn

Große Zahl: 105 pro mm3, Hirn gesamt: 1011.
Relativ homogene Grundstruktur.
Hohe Spezialisierung.
Bilden Gruppen.
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Strukturelle Komponenten der Nervenzellen

Zellkörper: Verarbeitung von Informationen.

Dendriten: Aufnehmen von Informationen anderer Zellen.

Axone: Weiterleiten von Informationen.

Synapsen: Speichern von Informationen:
Anregende oder Hemmende Synapsen.

Bezug zu künstlichen Neuronen:
Hohe Reizschwelle ≡ Niedriges Gewicht.
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Prinzipien neuronaler Informationsverarbeitung

Langsam im Vergleich zu elektrischen Schaltnetzen:
biologisch 1µs− 1ms, elektrisch 1ns.
Prozessoren (Zellkörper) und Instruktionssatz sehr einfach.
Massive Parallelität.
Vernetzungsstrukturen (pro Neuron 104 Synapsen).
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Prinzipien neuronaler Informationsverarbeitung

Informationen über viele Freiheitsgrade verteilt
(Reizschwellen der Synapsen, Vernetzungsstruktur der Neuronen,
Kodierung der Signale, etc.).
Nicht programmierbar, aber lernfähig.
Enger Bezug zwischen Gehirnregion und Funktion.
Selbstorganisierendes, adaptives dynamisches System.
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Berechenbarkeitsaspekte
Künstliche Neuronale Netze:

Paralleler Ablauf von vielen verbundenen Berechnungselementen.

Algorithmus wird nicht manuell programmiert, sondern Netzstruktur und
Netzparameter werden automatisch ermittelt.

→ Robustheit, d.h.
unempfindlich gegen sporadisch fehlerbehaften Eingaben.

→ Adaptivität, d.h.
anpassbar an geänderte Bedingungen.
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1.2 Rolle von künstlichen neuronalen Netzen

Klassifikation (z.B. Mustererkennung)

Funktionsapproximation (z.B. Sensor-Motor-Abbildungen)
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1.2 Rolle von künstlichen neuronalen Netzen
Bereiche Anwendungen

Industrie Qualitätskontrolle, Robotersteuerung
Finanzen Wertpapier-/Aktienbewertung
Telekommunikation Optimierung des Signalverkehrs
Medizin Diagnose
Marketing Werbewirksamkeit bestimmen
Öffentlicher Dienst Verarbeitung Formulare, Handschrifterkennung
Auto/Verkehr Motorsteuerung, Hinderniserkennung
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1.3 Historischer Überblick

Zeitphase Forscher Forschungsbereich

I. 1940-69: McCulloch-Pitts Logikelemente
Frühe Enthusiasmusphase; Hebb Synaptische Lernregel
Entwicklung Rochester Erste
grundlegender Konzepte. Computer-Simulation

Rosenblatt Perzeptron
Widrow Adaline
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1.3 Historischer Überblick

Zeitphase Forscher Forschungsbereich

II. 1969-82: Grossberg ART 1
Frustationsphase; Kohonen Assoziativspeicher
Kaum Arbeiten.
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1.3 Historischer Überblick
Zeitphase Forscher Forschungsbereich

III. 1982-2000: Rumelhart Backpropagation
Renaissancephase; Multi-Layer-Perzeptron
Lösung nichtlinearer Poggio Radiale-Basisfunktionen-
Probleme; Netze
Erste praktische Kohonen Selbstorganisierende,
Anwendungen. topologische Karten

Martinetz, Neural Gas,
Fritzke Dynamische Netze
Vapnik Support-Vektor Maschinen
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1.3 Historischer Überblick

Zeitphase Forscher Forschungsbereich

IV. 2001-heute: Müller-Schloer Organic Computing
Für Menschen; Breiman Random Forest
Zuverlässigkeit; Bengio, LeCun Deep Learning
Vielfältige praktische
Relevanz.
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1.3 Historischer Überblick

Einschub: Organic Computing
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1.4 Charakterisierung von neuronalen Netzen

Überblick:
Netzwerktopologie
Knotenfunktionen
Datenfluß
Neuronales Lernen
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Netzwerktopologie
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Netzwerktopologie

x := (x1, . . . , xI)T : Input-Vektor bildet Eingabeschicht.
y := (y1, . . . , yO)T : Output-Vektor bildet Ausgabeschicht.

NN : Verbindungsstruktur von verdeckten Knoten.

Knoten: Verarbeitungselement
Kanten: Datenfluß

 gerichteter bewer-
teter Graph
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Netzwerktopologie

Beispiel für eine Verbindungsstruktur:
Geschichtete Anordnung von Knoten
und vollständige Verbindung zwischen
benachbarten Schichten.

x x
1 2 3

x
4
x

y
1

y
2
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Netzwerktopologie

Formal: Quintupel A := (K,V,I,O,H)

K: Knotenmenge

V : Kantenmenge V ⊂ K×K

I : Eingabeknoten I ⊂ K

O: Ausgabeknoten O ⊂ K

H: Verdeckte Knoten: H := K\(I ∪ O)
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Netzwerktopologie

Kantengewicht wij:
i-tes Neuron aus vorhergehender Schicht.
j-tes Neuron aus nächster Schicht.

Gewichtsvektor w := (w1j, . . . , wIj)T
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Kantengewichte und Knotenfunktionen

&%
'$

- yfp fa

j

HHH
HHj
-
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x1

x2

xI

...

w1j

w2j

wIj
Generisches Neuron

y := fa(fp(xT , wT ))

fp, fa werden oft nicht angegeben, wenn sie einheitlich für alle Knoten
definiert wurden, und diese aus dem Zusammenhang klar sind.

1. Einführung 21



Knotenfunktionen

fp: Propagierungs- oder Inputfunktion. Berechnung der aktuellen
Eingabe an internen Knoten anhand der Ausgabe vorgeschalteter Knoten
und der Gewichte der Verbindungen.

fa: Aktivierungs- oder Übertragungsfunktion. Bestimmung des neuen
Aktivierungszustandes des internen Knotens in Abhängigkeit vom
propagierten Wert (und eventuell vom vorherigen Aktivierungszustand).
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Knotenfunktionen

Beispiele für Propagierungsfunktionen:

uj := ∑
iwijxi (linearer Assoziator)

uj := ∏
iwijxi (nicht-linearer Assoziator)

uj := maxi{wijxi} (Maximum gewichtete Eingaben)

uj := ∑
i si, mit si :=

 +1 : falls wijxi > 0
−1 : sonst
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Knotenfunktionen

Beispiel für Aktivierungsfunktion: Identität

u

y
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Knotenfunktionen

Beispiel für Aktivierungsfunktion: Rampe

u

y
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Knotenfunktionen

Beispiel für Aktivierungsfunktion: Signum

u

y

-1

1

0
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Knotenfunktionen

Beispiel für Aktivierungsfunktion: Stufe

u

y

1

0
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Knotenfunktionen
Beispiele für Aktivierungsfunktion: Sigmoid
y(u) := 1

1+e−βu

u

y

1

0

0.5

Parameter β beeinflußt die Steigung des Rampenabschnitts.
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Knotenfunktionen

Erweiterung des Neuronenmodells:

Einführung eines Schwellenwertes θ; oft muß propagierter Wert erst diese
Schwelle überschreiten, um sich am Ausgang des Knotens auszuwirken.

xe := (1, x1, . . . , xI)T

we := (−θ︸ ︷︷ ︸
=:w0

, w1, . . . , wI)T

u := weTxe = w0 + ∑I
i=1wixi
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Knotenfunktionen
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w0j = −θ
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Knotenfunktionen

Wechselwirkungen höherer Ordnung (Higher Order Networks):

u := w0 +
∑
i

wixi +
∑
j,l

wjlxjxl + . . .
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Datenfluß

Gemeint ist hier der Datenfluß während der Anwendungsphase eines
gelernten Netzes.

Der sog. Aktualisierungmodus bestimmt, wann ein einzelnes Neuron den
Aktivierungszustand aktualisiert.
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Datenfluß
Vorwärts gerichtetes Netz: Rein vorwärtsgerichteter Datenfluß.
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Zeitpunkt der Berechnung einzelner Knoten belanglos für das Endgebnis.
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Datenfluß
Rückgekoppelte (rekursive, rekurrente) Netze: Informationsfluß mit
Rückkopplung.
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Berechnungsprozeß nicht mehr allein durch die Vernetzung festgelegt.
Zeitliche Abfolge der einzelnen Berechnungen entscheidend.
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Neuronales Lernen

Modifikation
Gewichte der Verbindungen
Struktur des Netzes

Lernregel bestimmt, wie und wann die Gewichte der Verbindungen
und/oder die Struktur des Netzes zu ändern sind.
Ziel ist hierbei, eine bestimmte (Mindest-) Qualität für die Klassifikation
bzw. Funktionsapproximation zu erhalten.
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Neuronales Lernen

Lernkonzept Überwachtes Lernen (Supervised Learning):

Erfordert Lehrer, der Menge von Stichprobenelementen xm zusammen
mit den dafür korrekten Sollantworten ym vorgibt, m = 1, 2, . . .
Lernen erfolgt offline.
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Neuronales Lernen
Einschub: Beispiel für überwachtes Lernen zur Klassifikation
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Neuronales Lernen

Lernkonzept Unüberwachtes Lernen (Unsupervised Learning):

Erfordert nur Stichprobenelemente xm.
Ziel ist das Finden von Gruppen/Clustern/Strukturen/
Zusammenhängen in Stichprobenmenge.
Lernen erfolgt offline oder online.
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Neuronales Lernen
Lernkonzept Belohnungs-/Bestrafungslernen (Reinforcement L.):

Erfordert Stichprobenelemente xm und Rückmeldung einer (lokalen)
Bewertung rm.
Die lokale Bewertung erhält man durch Sensoren, z.B. “Kollision passiert
(negativ)”, oder “Fahrtziel erreicht (positiv)”.
Es gibt keinen Lehrer, d.h. es gibt keine Beispiele für optimales
Systemverhalten (d.h. keine Beispiele von optimalen Roboterfahrten).
Aufgabe ist das Lernen einer Entscheidungsfunktion für ein (global)
optimales Systemverhalten.
Lernen erfolgt online, z.B. Roboter während der Fahrt.
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2. Statistische Entscheidungstheorie

2.1 Ziel und Aufgabe
2.2 Begriffe zur Wahrscheinlichkeit
2.3 Statistischer Klassifikator
2.4 A posteriori Wahrscheinlichkeit
2.5 Diskriminanzfunktionen und Merkmals-Teilräume
2.6 Fehlerwahrscheinlichkeiten
2.7 Datenpartitionierung und Kreuzvalidierung
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2.1 Ziel und Aufgabe
Ziel in Anwendungsphase (Arbeitsphase):

optimale Entscheidungen treffen (Klassifikation).

Aufgabe in der Trainingsphase (Lernphase):
statistisch auswertbare Messungen/Beobachtungen
(Trainingselemente) aus dem Problembereich erfassen, und
statistisch beschreibbares Wissen über den Problembereich
einbeziehen,

um einen Klassifikator zu erwerben.
In der Praxis sollten die Lern- und die Anwendungsphase in einem Zyklus
ablaufen.
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2.2 Begriffe zur Wahrscheinlichkeit

Überblick:
Problembereich und Ereignisse
Wahrscheinlichkeit und Verbundwahrscheinlichkeit
Einschub: Gesetze der Wahrscheinlichkeit
Bedingte Wahrscheinlichkeit
Bayes-Formel
Stochastische(r) Variable und Prozess
Vektoren von Zufallsvariablen
Erwartungswert versus Mittelwert
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Problembereich und Ereignisse
Ω : Problembereich.

Umfasst alle möglichen Situationen, Muster, Ereignisse, etc.
Ψ ⊂ Ω : Stochastisches Ereignis.

Ergebnis eines zufälligen Versuchs.
v ∈ Ψ : Elementarereignis.

Ereignis, das nicht weiter zerlegbar ist.
Ω := ⋃

m vm

Sprechweise:
Ψ ist eingetreten, wenn v ∈ Ψ eingetreten ist.
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Wahrscheinlichkeit und Verbundwahrscheinlichkeit

P (Ψ) : Wahrscheinlichkeit für Ereignis Ψ.
P (Ψm, Ψn) : Wahrscheinlichkeit, dass zwei Ereignisse Ψm, Ψn

gleichzeitig eingetreten sind, d.h. P (v ∈ Ψm ∩Ψn)
ist Verbundwahrscheinlichkeit (joint probability).
Äquivalente Schreibweise:

P (Ψm, Ψn) = P (Ψm ∩Ψn)
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Einschub: Gesetze der Wahrscheinlichkeit
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Bedingte Wahrscheinlichkeit

P (Ψm|Ψn) := P (Ψm,Ψn)
P (Ψn)

P (Ψm|Ψn) · P (Ψn) =
P (Ψm ∩Ψn) = P (Ψn ∩Ψm)

= P (Ψn|Ψm) · P (Ψm)
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Bayes-Formel

P (Ψm|Ψn) :=
P (Ψn|Ψm) · P (Ψm)

P (Ψn)

Beispiel:
P (Grippe|Fieber) schwierig schätzbar
P (Fieber|Grippe) Schätzung ist einfach
P (Grippe) Existiert eine ’Grippewelle’ ?
P (Fieber) Temperaturmessung

P (Grippe|Fieber) := P (Fieber|Grippe)·P (Grippe)
P (Fieber)
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Stochastische(r) Variable und Prozess

X : Ω→ R, X stochastische Variable (Zufallsvariable).
x := X(v), Realisierung einer Zufallsvariable.
Realisierungen werden durch Messungen/Beobachtungen erhalten.

Zufallsvariable ist zusätzlich Funktion der Zeit, t ∈ T , weil die Messung
selbst unstabil ist.
Neudefinition: X(v, t) : Ω× T → R, stochastischer Prozess.
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Vektoren von Zufallsvariablen

Zum Problembereich erhält man somit via Messungen/
Beobachtungen im Computer eine Datenmenge.

Realisierung x kann auch ein Vektor der Dimension I sein, dann
wird durch X : Ω→ RI ein Vektor von Zufallsvariablen definiert.

Der Vektor von Zufallsvariablen kann auch zweigeteilt in einen
sogenannten Eingabe- und einen Ausgabeteil sein.
Dies ist relevant für Aufgabenstellungen der Klassifikation oder
Regression (siehe später).
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Erwartungswert versus Mittelwert

Erwartungswert E einer Zufallsvariable X:

E(X) :=
∞∫
−∞

x · P (x)dx

Spezialfall: Endlich viele Realisierungen x1, . . . , xM und P (xm) = 1
M
,

∀m.
E(X) :=

1
M

M∑
m=1

xm Mittelwert
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2.3 Statistischer Klassifikator

Überblick:
Klassifizierte Trainingsmenge
Repräsentation von Klassen
Trainingselemente und Wahrscheinlichkeiten
Klassenbedingte Verteilungsdichte
Beispiele zu klassenbedingten Verteilungsdichten
Ziel eines statistischen Klassifikators
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Klassifizierte Trainingsmenge

Gegeben sei eine klassifizierte Trainingsmenge:
{(xm, ykm)|m = 1, . . . , M}

I-dimensionaler Messvektor:
xm := (xm

1 , . . . , xm
I )T

Klassen des Problembereichs:
ykm ∈ {ck|k = 1, . . . , K}
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Repräsentation von Klassen

1. Beispiel: ck := k;
Probleme mit Metrik: Gewichte werden ’überladen’

2. Beispiel: ck := ( 0, . . . , 0, 1, 0, . . . , 0︸ ︷︷ ︸
K Komp., Wert 1 für k. Komp.

)

1-aus-K-Kodierung (engl.: one-hot coding)

2. Statistische Entscheidungstheorie 14



Trainingselemente und Wahrscheinlichkeiten

Die Menge aller Trainingselemente ist das Ergebnis eines
stochastischen Prozesses.

Die Tupel (x, ck) sind zufällig aber nicht regellos entstanden.

Die Regelhaftigkeiten drücken sich durch die
Verbundwahrscheinlichkeit P (x, ck) aus.

Es gilt: P (x, ck) = P (x|ck) · P (ck)
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Klassenbedingte Verteilungsdichte

P (x|ck) drückt die Unsicherheit der Zugehörigkeit des
Trainingselements x zu gegebener Klasse ck aus.

Jede Entscheidung beinhaltet ein Risiko, einen Fehler zu begehen.

Form und Nachbarschaft der klassenbedingten Verteilungsdichten
P (x|ck) wichtig.
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Beispiele zu klassenbedingten Verteilungsdichten

P(x|c  )
P(x|c)

x

1

2P(x|c  )
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Ziel eines statistischen Klassifikators

Bestimmung der Klassenzugehörigkeit von Messvektoren, sodass eine
Minimierung der Wahrscheinlichkeit der Fehlklassifikation erreicht wird
(minimising a loss function).
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2.4 A posteriori Wahrscheinlichkeit

Überblick:
Bayes-Formel zur Klassifikation
Maximale a posteriori Wahrscheinlichkeit
Bestandteile der Bayes-Formel
Satz der totalen Wahrscheinlichkeit
Normalisierte a posteriori Wahrscheinlichkeiten
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Bayes-Formel zur Klassifikation

Bayes-Formel für die Klassifikation beschreibt, wie bei Beobachtung x,
unter Einbezug von Erfahrung/Empirie, die a priori Wahrscheinlichkeit
einer Klasse ck in die a posteriori Wahrscheinlichkeit umgewandelt wird.

P (ck|x)︸ ︷︷ ︸
a posteriori

:=
P (x|ck)

P (x)︸ ︷︷ ︸
Erfahrung

P (ck)︸ ︷︷ ︸
a priori
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Bestandteile der Bayes-Formel

P (ck) : A priori Wahrscheinlichkeit der Klasse ck.
P (x|ck) : Klassenbedingte Wahrscheinlichkeit des

Trainingselementes x für die Klasse ck

(Klassenbedingte Dichtefunktion).
P (ck|x) : A posteriori Wahrscheinlichkeit dafür, dass x

der Klasse ck zuzuordnen ist.
P (x) : Wahrscheinlichkeit für das Auftreten von x

(Dichtefunktion).
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Maximale a posteriori Wahrscheinlichkeit
Die Beobachtung x ist der Klasse ck zuzuordnen, deren a posteriori
Wahrscheinlichkeit maximal ist.

c∗ := arg max
k∈1,...,K

{P (ck|x)}

Beispiel:

2. Statistische Entscheidungstheorie 22



Satz der totalen Wahrscheinlichkeit

Unter Verwendung von Satz der totalen Wahrscheinlichkeit gilt:

P (x) =
K∑

k=1
P (x|ck) · P (ck)

Damit kann P (x) als Normierungsfaktor in der Bayes-Formel dienen, so
dass gilt:

K∑
k=1

P (ck|x) = 1
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Satz der totalen Wahrscheinlichkeit
Beispiel:
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Normalisierte a posteriori Wahrscheinlichkeiten
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2.5 Diskriminanzfunktionen und Merkmals-Teilräume

Überblick:
Klassenbezogene Diskriminanzfunktionen
Beispiele für Diskriminanzfunktionen
Einschub: Logarithmus, Minimum Squared Error, Nearest Neighbor
Perzeptron Diskriminanzfunktion
Entscheidungsregionen
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Klassenbezogene Diskriminanzfunktionen

Klassifikator wendet K Diskriminanzfunktionen dk an und wählt
diejenige Klasse cl mit dl(x) > dk(x) für alle k 6= l.
Diskriminanzfunktionen sind das Ergebnis eines Lernvorgangs.
Es werden Ungenauigkeiten bei Messungen zugelassen (weil
unvermeidlich), und deren Auswirkungen werden bei der Klassifizierung
minimiert.
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Beispiele für Diskriminanzfunktionen

dk := P (ck|x) ⇒ Maximum a posteriori
Wahrscheinlichkeit

dk := P (x|ck) ⇒ Maximum Likelihood
dk := ln P (x|ck) ⇒ Minimum Squared Error

(falls P eine Gauss-Verteilung)
dk := −R(ck|x) ⇒ Risikominimierung
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Einschub: Logarithmus-Funktion

Beispiel:
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Einschub: Minimum Squared Error
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Einschub: Nearest Neighbor
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Perzeptron Diskriminanzfunktion

Spezialfall: 2-Klassen-Aufgabe

Entscheidung durch Perzeptron (Vorgriff auf Kap.3):

x→ c1 , wenn d(x) > 0
x→ c2 , sonst

mit d1(x)− d2(x) =: d(x) := wT x−Θ
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Entscheidungsregionen
Klassifikator unterteilt Merkmalsraum in Teilräume B1, . . . , BK .

B B B1 2 3

d k

3P(c |x)

x

2P(c |x)

1P(c |x)
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2.6 Fehlerwahrscheinlichkeiten

Überblick:
Wahrscheinlichkeit von Fehlklassifikationen
Erwartungswert der Fehlerwahrscheinlichkeit
Illustration der Fehlerwahrscheinlichkeit
Fehlerwahrscheinlichkeit bei einer Zwei-Klassen-Aufgabe
Praktisch relevante Evaluationskriterien
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Wahrscheinlichkeit von Fehlklassifikationen

Wahrscheinlichkeit der Fehlklassifikation f (Ereignis), wenn ein
neuronales Netz den Messvektor x der Klasse ck zuordnet, sich also für
diese Klasse entscheidet ?
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Wahrscheinlichkeit von Fehlklassifikationen

1. Beispiel: Zwei-Klassen-Aufgabe

P (f |x) := P (cl|x), l 6= k

2. Beispiel: Mehr-Klassen-Aufgabe

P (f |x) :=
K∑

l=1
l 6=k

P (cl|x)

:= 1− P (ck|x)
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Erwartungswert der Fehlerwahrscheinlichkeit

Erwartungwert der Wahrscheinlichkeit, einen Fehler bei der
Klassifizierung zu begehen:

Integration über alle möglichen Messvektoren.

P (f) := E(P (f |x)) =
∞∫
−∞

P (f |x) · P (x)dx
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Illustration der Fehlerwahrscheinlichkeit

Entscheidungs-
grenze

d k

B B1 2 x
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Fehlerwahrscheinlichkeit bei einer
Zwei-Klassen-Aufgabe

P (f) := P (x ∈ B1, c2) + P (x ∈ B2, c1)

:=
∫

B1

P (x|c2) · P (c2) +
∫

B2

P (x|c1) · P (c1)
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Praktisch relevante Evaluationskriterien
Beispiel für eine Klassifikation:

T P : True Positives
F P : False Positives
T N : True Negatives
F N : False Negatives

positive elements

predicted as positive elements

false positivestrue positives

false negatives true negatives

negative elements

(adaptiert aus Wikipedia, Precision and Recall)
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Praktisch relevante Evaluationskriterien
Definition von Precision und Recall:

Precision := T P
T P +F P

, Recall := T P
T P +F N

Precision = Recall =

How many predicted positive
elements are true?

How many true positive
elements are predicted?

(adaptiert aus Wikipedia, Precision and Recall)
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2.7 Datenpartitionierung und Kreuzvalidierung

Überblick:
Lernmenge, Evaluationsmenge, Anwendungsmenge
Trainingsmenge, Validierungsmenge
Kreuzvalidierung

2. Statistische Entscheidungstheorie 42



Lernmenge, Evaluationsmenge, Anwendungsmenge

Partitionierung des Problembereichs (drei disjunkte Datenmengen):
Ω := ΩL ∪ ΩE ∪ ΩA

ΩL : Lernmenge zum Lernen eines Klassifikators
ΩL := {(xm, ckm)|m ∈ {1, . . . , ML}}

Klassifizierte Elemente, d.h.
Messvektoren und Klassenzugehörigkeiten.

Grundlage für das Lernen des Klassifikators.
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Lernmenge, Evaluationsmenge, Anwendungsmenge
ΩE : Evaluationsmenge zum Evaluieren eines Klassifikators

ΩE := {(xm, ckm)|m ∈ {1, . . . , ME}}
Klassifizierte Elemente, d.h.
Messvektoren und Klassenzugehörigkeiten.

Evaluation des Klassifikators und Publikation.

ΩA : Anwendungsmenge bei Anwendung eines Klassifikators
ΩA := {xm|m ∈ {1, . . . , MA}}

Unklassifizierte Elemente, d.h.
nur Messvektoren.

Prädiktion der Klassenzugehörigkeiten.
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Trainingsmenge, Validierungsmenge
Weitere disjunkte Partitionierung der Lernmenge ΩL := ΩT ∪ ΩV ,
in Trainingsmenge ΩT und Validierungsmenge ΩV .

ΩT : Trainiere Klassifikator so lange, bis die Entscheidung e : x→ ck

mit einem akzeptablen Minimum an Fehlentscheidungen erfolgt.

ΩV : Validiere, ob Fehlerrate des Klassifikators bei ΩV signifikant
höher ist als die Fehlerrate bei ΩT :
nein → Beendigung des Trainings.
ja → Fortsetzung des Trainings, evtl. Adaption von

Netztopologie und/oder Hyperparameter erforderlich.
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Kreuzvalidierung

Engl.: Cross Validation

Praktikabler Lernansatz:
Variables Aufspalten der Lernmenge ΩL := ΩTj

∪ ΩVj
.

Iteratives Verändern der Zusammensetzung von Trainings- und
Validierungsmenge.

Jeweils trainieren mit aktueller Trainingsmenge und Validierung mit
aktueller Validierungsmenge.

Zusammenführen aller Ergebnisse.
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Kreuzvalidierung
Beispiel:

2. Statistische Entscheidungstheorie 47



3. Perzeptron

3.1 Definition von Perzeptron
3.2 Lineare Klassifikatoren
3.3 Interpretation des Skalarprodukts
3.4 Lineare Trennfunktion
3.5 Dualität Eingabe-/Gewichtsraum
3.6 Perzeptron-Lernen
3.7 Verbesserungen beim Perzeptron-Lernen
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3.1 Definition von Perzeptron

Überblick:
Ein-/Ausgabe, Propagierungs-/Aktivierungsfunktionen
Anwendungsbeispiel Logik-Funktionen
System von Ungleichungen für fAND
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Ein-/Ausgabe, Propag./Aktiv.funktionen
Rosenblatt (1962)

Reelle Input-Werte xi, reelle Gewichte wi, reeller Schwellenwert θ
Linearer Assoziator als Propagierungsfunktion
Stufenförmige Aktivierungsfunktion
Binärer Output-Wert y
Perzeptron Entscheidungsregel

y :=
 1 : falls ∑I

i=1wixi ≥ θ
0 : sonst

Hinweis auf Kurzformen des linearen Assoziators: ∑I
i=1wixi = wTx = w ◦ x
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Anwendungsbeispiel Logik-Funktionen
Logik-Funktionen (binäre Entscheidungsaufgabe).

Beispiele fAND und fOR: x1 x2 fAND fOR
0 0 0 0
0 1 0 1
1 0 0 1
1 1 1 1

Frage: Wie erhält man Gewichte?

Antwort: Lösen von System von Ungleichungen.
w1x1 + w2x2 ≥ θ ⇐⇒ y = 1
w1x1 + w2x2 < θ ⇐⇒ y = 0
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System von Ungleichungen für fAND

Im Falle von fAND heisst das:

w1 · 0 + w2 · 0 < θ

w1 · 0 + w2 · 1 < θ

w1 · 1 + w2 · 0 < θ

w1 · 1 + w2 · 1 ≥ θ
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3.2 Lineare Klassifikatoren

Überblick:
Lineare Trennbarkeit
Beispiele zur Trennbarkeit
Absolute lineare Trennbarkeit
Trenngerade in der Hauptform
Trenngerade orthogonal zu Gewichtsvektor
Realisierung von fAND

Realisierung von fOR
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Lineare Trennbarkeit

Definition:

Zwei Mengen P und N von Punkten einer Trainingsmenge
(ΩT := P ∪N ) in einem I-dimensionalen Eingaberaum sind
linear trennbar,
falls I + 1 reelle Zahlen θ, w1, . . . , wI existieren,
so dass für jeden Punkt x ∈ P gilt: ∑Ii=1wixi ≥ θ,
und für jeden Punkt x ∈ N gilt: ∑Ii=1wixi < θ.
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Beispiele zur Trennbarkeit

nicht linear trennbar linear trennbar
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Absolute lineare Trennbarkeit

Im Falle absoluter linearer Trennbarkeit gilt:

x ∈ P ⇐⇒ wTx > θ

x ∈ N ⇐⇒ wTx < θ
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Trenngerade in der Hauptform

x := (x1, . . . , xI)T , w := (w1, . . . , wI)T

Weiter mit Spezialfall I = 2.

Die Trenngerade h : w1x1 + w2x2 = θ hat die Hauptform
(Steigung und Achsenabschnitt):

x2 :=
θ

w2
−
w1

w2
x1
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Trenngerade orthogonal zu Gewichtsvektor

Satz: Die Trenngerade h steht senkrecht zum Gewichtsvektor w: h⊥w

w

h
b

x1

x2
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Trenngerade orthogonal zu Gewichtsvektor
Beweis des Satzes:
x2 = 0→ x1 = θ

w1
, x1 = 0→ x2 = θ

w2

Vektor der Trenngerade:

~h :=
 θ
w1

0

−
 0
θ
w2

 =
 θ

w1

− θ
w2


Skalarprodukt:

~h ◦ w = θ
w1
· w1 + (−) θ

w2
· w2 = θ − θ = 0

q.e.d.

Allgemein: w ist immer die Normale zur Hyper-Trennebene!
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Realisierung von fAND
Bsp.: we := (w0, w1, w2)T = (−1, 0.5, 0.7)T

6

-◦◦

◦ •

1

1

0

Z
Z
Z
Z
Z
Z
Z
Z
Z
Z
Z
Z
ZZ

x2

x1

• ∈ P
◦ ∈ N

Für x2 = 0 folgt x1 = 2; Für x1 = 0 folgt x2 ≈ 1.4
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Realisierung von fOR
Bsp.: we := (w0, w1, w2)T = (−1, 2, 2)T

6

-•◦

• •

1

1

0

@
@
@@

x2

x1

• ∈ P
◦ ∈ N

Für x2 = 0 folgt x1 = 0.5; Für x1 = 0 folgt x2 = 0.5
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3.3 Interpretation des Skalarprodukts

Überblick:
Projektion von x auf w
Abstand der Trenngerade vom Ursprung
Binäre Klassifikation nach 1D-Projektion
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Projektion von x auf w

w

x

x

a

1

x2

b

h

�

Es gilt wTx = w ◦ x = ‖w‖ · ‖x‖ · cosϕ︸ ︷︷ ︸
a

, mit cosϕ = a
‖x‖

Projektion von x auf w und Skalierung mit ‖w‖.
3. Perzeptron 16



Abstand der Trenngerade vom Ursprung

Für beliebigen Punkt x auf der Trenngeraden h gilt:

θ = wTx = ‖w‖ · ‖x‖ · cosϕ︸ ︷︷ ︸
a=b

also
b =

θ

‖w‖
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Binäre Klassifikation nach 1D-Projektion

Äquivalenzen:

wTx ≥ θ → y = 1

⇐⇒ ‖w‖ · a ≥ ‖w‖ · b → y = 1

⇐⇒ a ≥ b → y = 1
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3.4 Lineare Trennfunktion

Überblick:
Trennfunktion als Hyperebene
Lernaufgabe der linearen Trennung
Äquivalentes System von Ungleichungen
Visualisierung äquivalentes System
Äquivalente Repräsentationsarten für fAND

Äquivalentes Ungleichungssystem für fAND

Kompakte Notation des Ungleichungssystems
Kompakte Notation für fAND
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Trennfunktion als Hyperebene
Die lineare Trennfunktion ist (I − 1)-dimensionale Hyperebene des
I-dimensionalen Eingaberaumes.

Perzeptron-Definition mit spezieller Eingabekomponente x0 = 1 und
Gewicht w0 = −θ bedeutet, dass die Trennfunktion durch we,Txe = 0
gegeben ist.

Diese geht wegen b = 0 durch den Ursprung des um eine Dimension
erhöhten Eingaberaumes.

Im Folgenden wird aus Gründen der einfacheren Notation lediglich w, x
statt we, xe geschrieben.
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Trennfunktion als Hyperebene

Falls h durch den Ursprung des Koordinatensystems geht, dann ist die
lineare Entscheidungsaufgabe des Perzeptrons äquivalent mit folgender
Bedingung:

x ∈ P, falls − π
2 ≤ ϕ ≤

π
2

x ∈ N , falls π
2 < ϕ < 3

2π
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Lernaufgabe der linearen Trennung
Finde für Trainingselemente x ∈ ΩT einen Gewichtsvektor w zur
Trennung von P und N .

h

x1

x2

x 1 x 2

x3

x4

x5
x6

� w N

P := {x  , x  , x  }1 2 3

:= {x  , x  , x  }4 5 6
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Äquivalentes System von Ungleichungen
xm ∈ P ⇔ wTxm > 0

⇔ ym,soll = 1⇔ ym,soll · wT · xm > 0
soll: Soll-Output, gewünschter Output

xm ∈ N ⇔ wTxm < 0

⇔ ym,soll
*)= −1⇔ ym,soll·wT ·xm > 0

*): alternativ zu Folie 3, aber äquivalent

=⇒ wT · ζm > 0 mit ζm := ym,soll · xm
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Visualisierung äquivalentes System

h

x1

x
2

x 1
x 2

x3

-x6

-x 5

-x 4

Ω′T := P ′ ∪N ′ mit

P ′ := {ζm = xm|xm ∈ P}

und

N ′ := {ζm = −xm|xm ∈ N}

Äquivalente Lernaufgabe:
Finde Gewichtsvektor w, so dass wTζ > 0, ∀ζ ∈ Ω′T .
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Äquivalente Repräsentationsarten für fAND

x1 x2 x3 x4

x0 1 1 1 1
x1 0 0 1 1
x2 0 1 0 1
ysoll -1 -1 -1 1

 

ζ1 ζ2 ζ3 ζ4

ζ0 -1 -1 -1 1
ζ1 0 0 -1 1
ζ2 0 -1 0 1
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Äquivalentes Ungleichungssystem für fAND

w0 · ζ1
0 + w1 · ζ1

1 + w2 · ζ1
2 > 0 → −w0 > 0

w0 · ζ2
0 + w1 · ζ2

1 + w2 · ζ2
2 > 0 → −w0 − w2 > 0

w0 · ζ3
0 + w1 · ζ3

1 + w2 · ζ3
2 > 0 → −w0 − w1 > 0

w0 · ζ4
0 + w1 · ζ4

1 + w2 · ζ4
2 > 0 → w0 + w1 + w2 > 0

Hinweis: Identische Ungleichungen wie in Folie 5.
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Kompakte Notation des Ungleichungssystems

Für die gesamte Trainingsmenge gilt also: ZT · w > ~0

Mit Z :=
(
ζ1, . . . , ζ|ΩT |

)
,

und Spaltenvektor ~0 :=


0
...
0

 mit |ΩT | Komponenten.
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Kompakte Notation für fAND
Im Beispiel fAND erhält man die (3× 4)-Matrix Z:

Z :=


−1 −1 −1 1
0 0 −1 1
0 −1 0 1


Das System der Ungleichungen ZT · w > ~0 ergibt sich zu:

−1 0 0
−1 0 −1
−1 −1 0
1 1 1

 ·

w0
w1
w2

 >

0
0
0
0


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3.5 Dualität Eingabe-/Gewichtsraum

Überblick:
Visualisierung der Dualität
Definition von Halbräumen
Fehlerfunktion im Gewichtsraum
Fehlerfunktion für fAND

Visualisierung der Fehlerfunktion für fAND
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Visualisierung der Dualität
Eingaberaum Gewichtsraum

Ein Punkt im Eingaberaum
liefert Halbraum im Gewichtsraum

Ein Punkt im Gewichtsraum
liefert Halbraum im

x2

Eingaberaum

x1

w2

w0

w1

Begrenzungsebene des
Halbraums im Gewichtsraum
geht durch Nullpunkt
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Definition von Halbräumen

Für gegebenes x ∈ P (I-dimensional)
wird durch die Forderung w0 + w1x1 + . . .+ wIxI > 0
im Gewichtsraum ((I+ 1)-dimensional) ein positiver Halbraum definiert.

Dual dazu:
Durch gegebenes w ((I + 1)-dimensional)
wird im Eingaberaum (I-dimensional) ein positiver Halbraum definiert.
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Fehlerfunktion im Gewichtsraum

Basierend auf dem Gewichtsraum kann eine Fehlerfunktion definiert
werden.

Die Fehlerfunktion summiert für einen Gewichtsvektor (Punkt im
Gewichtsraum) die Anzahl fehlerhafter Resultate (Fehlentscheidungen),
wenn die komplette Trainingsmenge klassifiziert wird.
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Fehlerfunktion für fAND
w0 = −θ = −1, N := {x1, x2, x3}, P := {x4}.

x1 := (0, 0)T : −1 + w10 + w20 < 0
x2 := (0, 1)T : −1 + w10 + w21 < 0
x3 := (1, 0)T : −1 + w11 + w20 < 0
x4 := (1, 1)T : −1 + w11 + w21 ≥ 0

Relevante Ungleichung erfüllt ?
Ja→ J ; Nein→ N

(w1, w2) \ x x1 x2 x3 x4 D

(0, 0)T J J J N 1
(0, 1)T J N J J 1
(1, 0)T J J N J 1
(1, 1)T J N N J 2

(0.5, 0.7)T J J J J 0
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Visualisierung der Fehlerfunktion für fAND

w1

w
2

0

0.5

0.5

(1) (1)

(1)

(0)

(2)

1

1

0.7
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3.6 Perzeptron-Lernen

Überblick:
Lernaufgabe
Lernalgorithmus (Lernregel)
Graphische Illustration Lernzyklus
Beispiel einer Gewichtsadaption
Aquivalente Lernregel
Ablauf des Lernens
Konvergenzsatz
Beweis des Konvergenzsatzes
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Lernaufgabe

Gegeben:
ΩT := N ∪ P , Trainingselemente (x, ysoll), Zugehörigkeit x ∈ P
oder x ∈ N ist bekannt (⇒ überwachtes Lernen).
Output yt,ist von rudimentärem Perzeptron (Zeitpunkt bzw. Adaptions-
index t) kann mit gefordertem Output ysoll verglichen werden. Es gilt
yt,ist, ysoll ∈ {−1, 1}.

Gesucht:
Gewichtsvektor w, der beide Mengen P,N trennt.
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Lernalgorithmus (Lernregel)
Gemäß Rosenblatt:

a. Falls x ∈ P und yt,ist = ysoll (= 1)→ Trennebene richtig
→ OK

b. Falls x ∈ P und yt,ist = −ysoll (= −1)→ Trennebene falsch
→ wt+1 := wt + x

c. Falls x ∈ N und yt,ist = ysoll (= −1)→ Trennebene richtig
→ OK

d. Falls x ∈ N und yt,ist = −ysoll (= 1)→ Trennebene falsch
→ wt+1 := wt − x
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Graphische Illustration Lernzyklus
Hinweis: Im Folgenden wird oft das Symbol r (für „required“) statt ysoll sowie das
Symbol yt statt yt,ist verwendet, zur kompakteren Notation.

Perzeptron
Lernregel

Binärer Output +1/-1
Aktivierungsfunktion

Geforderte Antwort

-

x

x

x

x

1

2

3

I

x0 =1

w

w

w

ww

t

t

t

t t
1

2

3

I

0

u t

r

... ...

y t
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Beispiel einer Gewichtsadaption

w0

h0

t=0 t=1

w

h1

1

x x
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Aquivalente Lernregel
Kompakte Notation der Lernregel:
wt+1 := wt + dt · yt,ist · x , mit

dt :=
 −1 : falls yt,ist 6= ysoll

0 : sonst

Alternative Formulierung der Lernregel:
wt+1 := wt + dt · ζ , mit

ζ := ysoll · x

dt :=
 1 : falls yt,ist 6= ysoll

0 : sonst

dt ist jeweils eine binäre Zahl.
3. Perzeptron 40



Ablauf des Lernens

a. Start mit zufälligem bzw. intelligent gewähltem Gewichtsvektor w0.

b. Wiederholte Anwendung der Lernregel für Elemente aus ΩT , bis
keine Änderung in der Klassenzuordnung mehr feststellbar ist.
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Konvergenzsatz

Konvergenzsatz:
Falls eine absolute lineare Trennung der Trainingsmenge ΩT möglich ist,
dann wird nach endlich vielen Schritten ein Lösungsvektor gefunden.

Beweis durch gegenteilige Annahme und Herleitung eines
Widerspruchs:
Es tritt niemals der Fall ein, dass durch ein wt alle Trainingselemente
richtig klassifiziert werden, bzw. man benötigt unendlich viele Schritte.

Vereinbarungen:
Ω′T := P ∪N ′; w∗ Lösungsvektor der Länge `.
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Beweis des Konvergenzsatzes
Falls x durch wt nicht richtig klassifiziert wurde, dann Adaption
wt+1 := wt + ζ .

Geometrische Relation
zwischen wt+1 und w∗. w

w*

t+1
�

w∗ ◦ wt+1 = ‖w∗‖ · ‖wt+1‖ · cosα

cosα =
w∗,T · wt+1

` · ‖wt+1‖
(1)
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Beweis des Konvergenzsatzes

Wir zeigen: Falls wt unendlich oft adaptiert werden muss, und somit
t→∞, dann strebt der Quotient in Gleichung (1) gegen∞.

Widerspruch!
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Beweis des Konvergenzsatzes
Betrachte Zähler von (1):

w∗,T · wt+1 = w∗,T · (wt + ζ)

= w∗,T · wt + w∗,T · ζ

≥ w∗,T · wt + δ

mit δ := min∀ζm∈Ω′
T
{w∗,T · ζm}

Vollständige Induktion:

w∗,T · wt+1 ≥ w∗,T · w0 + (t+ 1) · δ (2)
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Beweis des Konvergenzsatzes

Betrachte Nenner von (1):

‖wt+1‖2 = (wt + ζ)T · (wt + ζ) = ‖wt‖2 + 2 · wt,T · ζ + ‖ζ‖2

Hierbei gilt:
wt,T · ζ ≤ 0, da andernfalls die Korrektur nicht nötig gewesen wäre.

Somit folgt:
‖wt+1‖2 ≤ ‖wt‖2 + ‖ζ‖2 ≤ ‖wt‖2 + ε

mit ε := max∀ζm∈Ω′
T
{‖ζm‖2}
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Beweis des Konvergenzsatzes
Vollständige Induktion:

‖wt+1‖2 ≤ ‖w0‖2 + (t+ 1) · ε (3)

Aus (2) und (3) folgt:

cosα ≥
w∗,T · w0 + (t+ 1) · δ
` ·

√
‖w0‖2 + (t+ 1) · ε

Für t→∞ strebt der Quotient in obiger Ungleichung gegen∞, also
Widerspruch!
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3.7 Verbesserungen beim Perzeptron-Lernen

Überblick:
Wahl von Startgewichtsvektor
Normierung Eingabe-/Gewichtsvektoren
Lernregel mit zusätzlichem Adaptionsparameter
Fehlerkorrigierende Lernregel mit zusätzl. Adaptionsparameter
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Wahl von Startgewichtsvektor

Beispiel: Schwerpunktvektor der Menge P wird Startgewichtsvektor.

w0 :=
1
|P|

|P|∑
m=1

xm ; für xm ∈ P
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Wahl von Startgewichtsvektor
Startgewichtsvektor

optimal nicht optimal
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Wahl von Startgewichtsvektor

Beispiel: Differenzvektor zwischen den Schwerpunktvektoren von P und
von N wird Startgewichtsvektor.

w0 :=
1
|P|

|P|∑
m=1

xm

︸ ︷︷ ︸
wh1

−
1
|N |

|N |∑
n=1

x|P|+n

︸ ︷︷ ︸
wh2

;

für xm ∈ P, 1 ≤ m ≤ |P|

und x|P|+n ∈ N , 1 ≤ n ≤ |N|
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Wahl von Startgewichtsvektor
Illustration des Differenzvektors zwischen den Schwerpunktvektoren von
P und von N .
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Normierung Eingabe-/Gewichtsvektoren

Problem: Falls x ∈ P und yt,ist = −1,

und falls speziell ‖x‖ � ‖wt‖, dann wäre
wt+1 := wt + x ≈ x,
d.h. bisheriger Gewichtsvektor wird fast ignoriert;

oder falls speziell ‖x‖ � ‖wt‖, dann wäre
wt+1 := wt + x ≈ wt,
d.h. kurzer Eingabevektor spielt geringe Rolle.
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Normierung Eingabe-/Gewichtsvektoren
Bei extremen Längenunterschieden zwischen Eingabe- und Gewichts-
vektoren spielt der kürzere Vektor bei der Vektoraddition eventuell eine
zu geringe Rolle.
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Normierung Eingabe-/Gewichtsvektoren
Durch Normierung der Eingabevektoren wird Klassifikationsaufgabe
nicht verändert.

ΩT := P ∪N Ω′T := P ∪N ′
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Lernregel mit zusätzlichem Adaptionsparameter

Ein zusätzlicher Adaptionsparameter γ beeinflusst die Lerngeschwindig-
keit (d.h. die Anzahl der nötigen Adaptionen).

Der Wert für diesen Parameter (ein sog. Hyperparameter) wird vom Be-
nutzer vorab konstant festgelegt, und heisst Lernkonstante.

wt+1 := wt + γ · dt · ζ ; 0 < γ ≤ 1
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Fehlerkorrigierende Lernregel mit zusätzlichem
Adaptionsparameter

Mit der grundlegenden Perzeptron Lernregel ist eine einmalige
Gewichtsadaption i.A. nicht fehlerkorrigierend.
Vorteilhaft wäre eine fehlerkorrigierende Lernregel!

Sei x ∈ P als normierter Vektor der Länge 1 angenommen.
Mit der aktuellen Gewichtung wt gelte wt,Tx < 0, d.h. yt,ist = −1.
Also wurde x falsch klassifiziert mit Abstand ρt := −wt,Tx von der
Trennebene.
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Fehlerkorrigierende Lernregel mit zusätzlichem
Adaptionsparameter
Neue, fehlerkorrigierende Lernregel:

wt+1 := wt + (β + ρt)x ; kleine positive Zahl β

Nun wird x richtig klassifiziert, weil:

wt+1,Tx = (wt + (β + ρt)x)Tx

= wt,Tx+ (β + ρt) ‖x‖2︸ ︷︷ ︸
=1

= β > 0
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Fehlerkorrigierende Lernregel mit zusätzlichem
Adaptionsparameter
Die Werte von β und ρt garantieren, dass im Gewichtsraum durch den
Übergang von wt nach wt+1 die Fehlerfunktion sinkt.
⇒ Gewichtsadaption mit unmittelbarer Fehlerbehebung.

Falls, abweichend von vorheriger Annahme, x ∈ N , und jedoch
wt,Tx ≥ 0, d.h. yt,ist = 1. Dann wird alternativ definiert:

ρt := wt,Tx; wt+1 := wt − (β + ρt)x
Damit folgt wt+1,Tx = −β < 0, und somit wird x nun richtig
klassifiziert.
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Fehlerkorrigierende Lernregel mit zusätzlichem
Adaptionsparameter

Die beiden Ausprägungen der fehlerkorrigierenden Lernregel haben
jeweils einen Adaptionsparameter β, und der Wert dieses
Hyperparameters wird vom Benutzer vorab konstant festgelegt.

Der Parameter ρt ist dagegen variabel. Der Wert wird aufgrund der
fehlerhaften Entscheidung des Perzeptrons für ein Trainingselement x
automatisch durch dessen Abstand von der Trennebene festgelegt.
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4. Adaline

4.1 Charakterisierung und Lernzyklus von Adaline
4.2 Adaline Proportional Lernregel
4.3 Adaline Gradientenabstieg Lernregel
4.4 Anwendungen von Adaline
4.5 Lineare Regression durch Batch-Lernen
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4.1 Charakterisierung und Lernzyklus von Adaline

Überblick:
Charakterisierung von Adaline
Interpretation der Gewichtsadaption
Graphische Illustration Lernzyklus
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Charakterisierung von Adaline

Adaptive linear element: Widrow, Hoff (1960)
Ziel des Lernens ist eine lineare Funktion, mit Minimierung der
Abweichung zwischen gelernter Funktion und den Trainingsdaten.
Input, Gewichtung, Propagierungsfunktion wie Perzeptron,
Aktivierungsfunktion ist die Identität.
Für das Lernen wird der lineare Output der Propagierungsfunktion
verwendet.
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Interpretation der Gewichtsadaption
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Graphische Illustration Lernzyklus

Adaline

Lernregel

Identität als

Aktivierungsfunktion

Linearer Output der
Propagierungsfunktion

Geforderte Antwort

-

x

x

x

x

1

2

3

I

...
w

w

w

w

t

t

t

t
1

2

3

I

...

x0 =1

wt0

u t= y t

r
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4.2 Adaline Proportional Lernregel

Überblick:
Anpassung der Gewichte
Änderung des Fehlers
Graphische Illustration zur Anpassung der Gewichte
Minimale Störung des bisherigen Lernerfolges
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Anpassung der Gewichte
Anpassung der Gewichte eines einzelnen Adaline:

wt+1 := wt + α
dtx

‖x‖2

dt := r − wt,Tx︸ ︷︷ ︸
ut

r ist die geforderte reelle Ausgabe zum Eingabevektor x.
Die Normierung geschieht durch Division mit der quadrierten Länge des
Eingabevektors.

Hinweis: Im Unterkapitel wird das erweiterte Neuronenmodell mit dem Gewichtsvektor
we angenommen, aber zur kürzeren Schreibweise das Symbol e weggelassen.
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Änderung des Fehlers
Die Veränderung der Gewichte bewirkt folgende Änderung des Fehlers:

∆dt := (r − wt+1,Tx)− (r − wt,Tx)

= −(wt+1 − wt︸ ︷︷ ︸
∆wt

)Tx

Speziell bei Adaline Proportional Lernregel gilt:

∆wt := α
dtx

‖x‖2

∆dt := −α
dtxT

‖x‖2x = −α · dt
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Änderung des Fehlers

Resumee:
Lineare Fehlerreduzierung, da proportional zu Fehler, reduziert
Anteil α von dt.

Im Allgemeinen 0 < α < 1.
Falls speziell α = 1, dann Fehlerkorrektur.

∆wt parallel zu x

4. Adaline 9



Graphische Illustration zur Anpassung der Gewichte

w

x

w

w

t

1

2

wt+1

wt�
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Graphische Illustration zur Anpassung der Gewichte

4. Adaline 11



Graphische Illustration zur Anpassung der Gewichte
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Minimale Störung des bisherigen Lernerfolges

Es gibt verschiedene Varianten der Gewichtsänderung, welche zu gleicher
Reduzierung des Fehlers dt um ∆dt führen: z.B.

|∆dt| = |∆wt,Tx| = |∆wh1,Tx| = |∆wh2,Tx|

Wahl von ∆wt, der parallel zu x ist, bewirkt minimale
Gewichtsänderung, da kürzester Verschiebungsvektor.

⇒ Prinzip der minimalen Störung des bisherigen Lernerfolges.
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4.3 Adaline Gradientenabstieg Lernregel

Überblick:
Ensemble von Input-/Output-Tupeln
Quadratische Fehlerfunktion
Gradientenabstieg an Fehlerfunktion
Direkte Ermittlung von Minimum der Fehlerfunktion
Gradientenabstieg Lernregel
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Ensemble von Input-/Output-Tupeln

Elementarfehler bei einem Input-/Output-Tupel:

(dt)2 = (r − wt,Tx)2

= r2 − 2rxTwt + wt,TxxTwt

Eigentlich ist aber das Ensemble von Input-/Output-Tupeln, d.h. das
Ensemble von zugehörigen Elementarfehlern, zu beachten.

Hinweis: Im Unterkapitel wird das erweiterte Neuronenmodell mit dem Gewichtsvektor
we angenommen, aber zur kürzeren Schreibweise das Symbol e weggelassen.
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Ensemble von Input-/Output-Tupeln

Übergang auf Erwartungswert E des Fehlers für alle Elemente aus ΩT .

E((dt)2)︸ ︷︷ ︸
=: MSE(wt)

= E((r)2)− 2 · E(rxT )︸ ︷︷ ︸
=: V T

·wt + wt,T · E(xxT )︸ ︷︷ ︸
=: A

·wt

Mit V ein (I + 1)-dimensionaler Spaltenvektor,
A eine quadratische (I + 1)× (I + 1) Matrix,
MSE die Mean Squared Error Funktion (im Gewichtsraum definiert).
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Quadratische Fehlerfunktion

Die Fehlerfunktion MSE(wt)
ist quadratisch in den Ge-
wichten, d.h. konvex mit glo-
balem Minimum. Die Position
eines Punktes entspricht der
Wahl der Gewichte mit zuge-
hörigem MSE-Wert.

MSE(w )t

w 1

w 2
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Gradientenabstieg an Fehlerfunktion

Ableiten der Fehlerfunktion (Fehlerfläche) liefert Gradientenvektor.

Abstieg an Fehlerfläche in der negierten Gradientenrichtung, d.h.
maximales Gefälle.

Entsprechende Anpassung der Gewichte führt zum Minimum der
Fehlerfunktion.
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Direkte Ermittlung von Minimum der Fehlerfunktion

Falls komplettes Ensemble von Input-/Output-Tupeln vorliegt, und die
Fehlerfunktion quadratisch ist, dann kann das Minimum der Fehler-
funktion, d.h. der optimale Gewichtsvektor, direkt ermittelt werden.

∇MSE(wt) :=


∂MSE(wt)
∂w0...

∂MSE(wt)
∂wI

 = −2 · V + 2 ·A · wt != ~0

=⇒ w∗ := A−1 · V
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Gradientenabstieg Lernregel

Falls aber wie beim Online-Lernen die Input-/Output-Tupel nur
sequentiell auftreten, dann wird für das aktuelle Tupel der momentane
Gradientenvektor berechnet und damit der Gewichtsvektor angepasst.

wt+1 := wt − µ
∂(dt)2

∂wt


= wt + 2µdtx

Hinweis: Beim Gradientenabstieg hat man eine garantierte aber
langsame Konvergenz zum (nächsten lokalen) Minimum.
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4.4 Anwendungen von Adaline

Überblick:
Adaline als Adaptiver Filter
Adaline zur System-Modellierung
Adaline zur Prädiktion
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Adaline als Adaptiver Filter

Aufgabe: Ermitteln eines Operators (Filters) für Verarbeitung eines
Signals (z.B. eines Bildes).

Lösung:
Gefordertes Output-Signal mit tatsächlichem Output-Signal
vergleichen.
Gewichtsadaption (Filteradaption) aufgrund berechneter Differenz.
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Adaline als Adaptiver Filter

Gewichte

Lernregel -

Tatsächliches
Outputsignal

Gefordertes
Outputsignal

Inputsignal
(spezifizieren

Filter)

r

u t
x
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Adaline als Adaptiver Filter

Beispiel für einen gelernten Filter (Operatormuster, Faltungskern), um
Grauwertkanten (in horizontaler Richtung) zu extrahieren. Siehe
Grundlagen der Bildverarbeitung.

1 1 1 1 1 1 1 1 1 1 1 1

1 1 1 1 1 1 1 1 1 1 1 1

1 1 1 2 2 2 2 2 2 1 1 1

1 1 1 2 2 2 2 2 2 1 1 1

1 1 1 2 2 2 2 2 2 1 1 1

1 1 1 2 2 2 2 2 2 1 1 1

1 1 1 1 1 1 1 1 1 1 1 1

1 1 1 1 1 1 1 1 1 1 1 1

0 0 0 0 0 0 0 0 0 0 0 0

0 0 0 0 0 0 0 0 0 0 0 0

0 0 0 0 0 0 0 0

0 0 0 0 0 0 0 0

0 0 0 0 0 0 0 0

0 0

-1 -1

-1 -1

-1 -1

-1 -10 0 0 0

1 1

1 1

1 1

1 1 0 0

0 0 0 0 0 0 0 0 0 0 0 0

0 0 0 0 0 0 0 0 0 0 0 0

Faltung mit

0-1 1

Relevant bei sog. Convolutional Neural Networks (Deep Learning).
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Adaline zur System-Modellierung

Synonym: System-Modellierung = System-Identifikation

Aufgabe: Aus beobachtbarer Input-Output-Relation soll ein System
modelliert werden.

Lösung:
Gemeinsamer Input für Adaline und unbekanntem System.
Tatsächlicher Output des unbekannten Systems sollte der
Geforderte Output des Systemmodells sein.

4. Adaline 25



Adaline zur System-Modellierung

Unbekanntes
reales System

Gewichte
(spezifizieren
Systemmodell)

Lernregel
Fehler

Output

Geforderte
Antwort

Tatsächl.
Antwort

r

u -

Input

t

x
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Adaline zur Prädiktion

Aufgabe: Schätzung späterer Signale aus früheren Signalen.

Lösung:
Früheres Signal als Input, späteres Signal als geforderter Output,
Gewichtsadaption.
Kopie der optimalen Gewichte als fertiges Adaline zur Prädiktion.
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Adaline zur Prädiktion

Verzögerung

Kopie
Adaline

Gewichte
(spezifizieren
Prädiktion)

r     = x

ux
x k

k

k-1

Lernregel -

k-1

Output
Input

t
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4.5 Lineare Regression durch Batch-Lernen

Überblick:
Aufgabenstellung der Linearen Regression
Gleichungssystem, Parameteroptimierung
Dimension Eingaberaum versus Anzahl Trainingselemente
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Aufgabenstellung der Linearen Regression

Annahme: Adaline; und alle Trainingselemente vorhanden für
Batch-Lernen.

Gegeben: Trainingselemente x1, . . . , xM (I-dimensional) mit
zugehörigen skalaren Werten r1, . . . , rM .

Gesucht: Parameter der I-dimensionalen Ebene, so daß (xm, rm) zur
Ebene minimalen Abstand hat, für alle m ∈ {1, ...,M}.
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Aufgabenstellung der Linearen Regression

auf der Ebene

x

r

1
2x

nicht auf der Ebene
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Gleichungssystem, Parameteroptimierung
Gesucht sind optimale Werte für die Parameter w0, w1, . . . , wI in den
Formeln rm = w0x

m
0 + w1x

m
1 + w2x

m
2 + . . .+ wIx

m
I + δm,

mit xm0 = 1, und m ∈ {1, · · · ,M},
sodaß die Fehler δm minimal sind.

Matrixschreibweise:
Sei die Menge von M Trainingslementen (xm,T , rm) repräsentiert in
Matrix H und Vektor R, sowie die Gewichte wi in Vektor we und die
Fehler δm in Vektor ∆.
Dann gilt folgendes System von Gleichungen: R = H · we + ∆
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Gleichungssystem, Parameteroptimierung

Definitionen:

H :=


1 x1

1 · · · x1
I... ...

1 xM1 · · · xMI

 ; (M × (I + 1)) Eingabedaten-Matrix

R := (r1, · · · , rM)T ; M − dimensionaler Solldaten-Vektor

we := (w0, w1, · · · , wI)T ; (I + 1)− dimens. Gewichts-Vektor

∆ := (δ1, · · · , δM)T ; M − dimensionaler Fehler-Vektor
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Dimension Eingaberaum, Anzahl Trainingselemente
Fall a: (I + 1) = M = Rang(H)

Trainingselement (xm,T , rm) liefert Hyperebene im Gewichtsraum.

Betrifft Dualität Eingabe-/Gewichtsraum (siehe auch Unterkapitel 3.5).

Insgesamt erhält man M Hyperebenen der Form:
(1, xm,T ) · we = rm, m ∈ {1, . . . ,M}.

Eindeutige Lösung we,∗, als Schnittpunkt der M Hyperebenen im
Gewichtsraum.

Gleichungssystem H · we = R, Lösung we,∗ := H−1 ·R

Fehlervektor ∆ ist der Nullvektor, d.h. Fehlerfunktion D(we,∗) = 0
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Dimension Eingaberaum, Anzahl Trainingselemente
Fall b: Rang(H) = (I + 1) < M

Überbestimmtes Gleichungssystem: R = H · we + ∆
Es existiert keine fehlerfreie, aber eine eindeutig bestimmte Lösung we,∗.
Diese wird gefunden am globalen Minimum der Fehlerfunktion

D(we) :=
M∑
m=1

rm − I∑
i=0
wix

m
i

2

Bestimmung von Vektor we,∗ durch Minimierung von D(we).
Dabei gilt unter Verwendung von Matrizen:

D(we) = ‖∆‖2 := (R−H · we)T · (R−H · we)
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Dimension Eingaberaum, Anzahl Trainingselemente
Lösung: Partielle Ableitungen der Fehlerfunktion D(we) nach den
Parametern wi, und diese jeweils Null-Setzen.
∇we[(R−H · we)T · (R−H · we)] =

−2 ·HT ·R+ 2 ·HT ·H ·we != ~0

Daraus folgt we,∗ := (HT ·H)−1 ·HT︸ ︷︷ ︸
Pseudo-Inverse von H

·R

Bei linearer Regression und quadratischer Fehlerfunktion führt der
Gradientenabstieg zur Pseudo-Inversen. Die Lösung we,∗ ergibt sich
direkt aus obiger Formel.
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Dimension Eingaberaum, Anzahl Trainingselemente

Fall c: Rang(H) = M < (I + 1)

Unterbestimmtes Gleichungssystem: R = H · we + ∆

Es existiert keine eindeutige Lösung, sondern sogar mehrere Lösungen
für we, und alle diese Lösungen sind fehlerfrei. Die Fehlerfunktion hat an
diesen Stellen also den Wert Null.

Hinweis zur Bestimmung dieser Lösungen: Singulärwertzerlegung.
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5. Multilayer-Perzeptron

5.1 Nicht-lineare Probleme

5.2 Backpropagation-Lernen in MLPs

5.3 Funktionale Fähigkeiten von MLPs
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5.1 Nicht-lineare Probleme

Überblick:

Motivation

Vorverarbeitung zur Linearisierung des Problems

Netze von mehreren Perzeptrons

Zwei-Schicht-Netz für XOR
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Motivation

Perzeptron: Lineare Trennbarkeit der Klassen

Adaline: Lineare Funktionsapproximation

Gesucht: Lösungen für Nicht-lineare Trennbarkeit bzw. Nicht-lineare
Funktionsapproximation !
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Vorverarbeitung zur Linearisierung des Problems
1.Beispiel:

Nicht-lineare Transformation, Erhaltung der Dimension, Perzeptron

Transformation kartesische Koordinaten in Polarkoordinaten

N

P

x

x

1

2

N P

a

PolarkoordinatenKartesische Koordinaten

�

0

360
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Vorverarbeitung zur Linearisierung des Problems

Perzeptron entscheidet linear anhand Polarkoordinate a

x

x

1

2

a

y

w0

w

w

1

2

= 1

= 0

�

1
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Vorverarbeitung zur Linearisierung des Problems
2.Beispiel:

Nicht-lineare Transformation, Erhöhung der Dimension, Perzeptron

Elliptische Trennfunktion im 2D-Originalraum bei fXOR

N P

x1

x2

1

1

0
0
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Vorverarbeitung zur Linearisierung des Problems
Allgemeine Gleichung für Ellipsen:

w0 + w1x
2
1 + w2x1 + w3x1x2 + w4x2 + w5x

2
2 = 0

Lineare Trennung im 5D-Raum mit 4D-Hyperfläche

w

r

y

x w

w

w

w

w

0

1

2

3

4

5

1

x2

sqsq

sqsq

-

1

...

*
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Netze von mehreren Perzeptrons
y y
1 2 3

y

x x
1 2 3

x
4
x

x x
1 2 3

x
4
x

y
1

y
2

Einschicht-Perzeptron-Netz Mehrschicht-Perzeptron-Netz
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Zwei-Schicht-Netz für XOR
Bsp.: Durch Kombination von 3 linearen Trennfunktionen, realisiert
durch 3 Perzeptrons in 2 Schichten, kann XOR realisiert werden.

A B

C

x P

y

x P

P

1

2

3

1

2

x1

x2

1

1
0
0
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Zwei-Schicht-Netz für XOR

Alle Funktionen eines zwei-stelligen binären Inputs:

x1 x2 f1 f2 f3 f4 . . . XOR . . . f15 f16
0 0 0 1 0 0 0 0 1
0 1 0 0 1 0 1 1 1
1 0 0 0 0 1 1 1 1
1 1 0 0 0 0 0 1 1
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Zwei-Schicht-Netz für XOR

Drei binäre, lineare Funktionen, organisiert in 3 Schichten, realisieren
XOR:

x1 0 0 1 1
x2 0 1 0 1
f3 0 1 0 0
f4 0 0 1 0
f15 0 1 1 0

x

x

1

2

f

f

f

3

4

15
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Zwei-Schicht-Netz für XOR

Kodierung von Teilbereichen
des Eingaberaumes:

Yf3 Yf4

A 1 0
B 0 0
C 0 1

Aus 4 Trainingselementen {(0, 1), (0, 0), (1, 1), (1, 0)} entstehen
durch erste Perzeptron-Schicht 3 Elemente {(1, 0), (0, 0), (0, 1)}, die
durch ein Perzeptron der zweiten Schicht beliebig trennbar sind.
Nicht-Linearität wird durch Gesamtheit der Knoten der ersten Schicht
erreicht, dies bewirkt Neukodierung.
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5.2 Backpropagation-Lernen in MLPs
Überblick:

Symbole für Backpropagation-Lernen
Architektur eines MLPs
Sigmoid als Aktivierungsfunktion
Fehlerfunktion und Gewichtsadaption eines MLPs
Herleitung Backpropagation-Formeln (Rumelhart, 1986)
Zusammenfassung der Herleitung
Algorithmus für Backpropagation-Lernen
Beendigung des Algorithmus
Resumee zum Backpropagation-Lernen
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Symbole für Backpropagation-Lernen

L Zahl der Schichten

N` Zahl der Knoten in Schicht `

M Zahl der Trainingsvektoren

xm m-ter Trainingsvektor

y`,j Output des j-ten Knotens in Schicht `, 0 ≤ ` ≤ L, 0 ≤ j ≤ N`

y0,i i-te Komponente des Input-Vektors (y0,i = xi)
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Symbole für Backpropagation-Lernen

w`,i,j Gewicht, welches den i-ten Knoten in Schicht `− 1 mit dem
j-ten Knoten in Schicht ` verbindet.

rj(xm) Geforderte Antwort des j-ten Output-Knotens für den m-ten
Trainingsvektor,
d.h. bei Klassifikation, die gewünschte Wahrscheinlichkeit für
Klasse cj (üblicherweise 0 oder 1),
oder bei Funktionsapproximation, der gewünschte
Funktionswert.
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Architektur eines MLPs
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Eingabeschicht Ausgabeschicht

y0,N0 = xN0 y1,N1 y2,N2 y3,N3

y0,1 = x1 y1,1 y2,1 y3,1

y0,0 = 1 y1,0 = 1 y2,0 = 1

w1,N0,N1
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Sigmoid als Aktivierungsfunktion

Output des Knotens j in Schicht `

y`,j = fσ(u`,j) = fσ

N`−1∑
i=0

w`,i,j · y`−1,i


fσ(u) = (1 + e−u)−1
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Fehlerfunktion und Gewichtsadaption eines MLPs
Fehlerfunktion des Gewichtsvektors w,
D(w) = 1

M

∑M
m=1 d

m(w),

mit dm(w) = 1
2
∑NL
j=1(yL,j(xm)− rj(xm))2

ist Summe der quadratischen Fehler an NL Output-Knoten.

Iterative Bestimmung der Gewichte durch Gradientenabstieg an der
Fehlerfunktion:

wt+1
l,i,j := wt

l,i,j − µ ·
∂D(w)
∂wl,i,j

∣∣∣∣∣∣
wt

l,i,j

(1)

mit Lernrate µ.
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Herleitung Backpropagation-Formeln
Im folgenden wird Zeitindex t bei wt weggelassen. Ausdruck für partielle
Ableitungen von dm(w) bzgl. Gewichte:

∂dm(w)
∂w`,i,j

=
∂dm(w)
∂y`,j

·
∂y`,j

∂w`,i,j

Hinweis in vereinfachter Notation: Mit y = fσ(u) gilt

∂y

∂w
=
∂fσ(u)
∂u

·
∂u

∂w
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Herleitung Backpropagation-Formeln
Somit:

∂y`,j

∂w`,i,j
=

∂

∂w`,i,j

fσ
N`−1∑
n=0

w`,n,j · y`−1,n



= f ′σ
(∑

. . .
)
·

∂

∂w`,i,j

[∑
. . .

]

= f ′σ(u`,j) · y`−1,i

(?)= y`,j · (1− y`,j) · y`−1,i ,

mit y`,j = fσ(u`,j)
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Herleitung Backpropagation-Formeln
Einschub an (?), in vereinfachter Notation:

f ′σ(u) =
e−u

(1 + e−u)2

fσ(u) · (1− fσ(u)) =
1

1 + e−u
·
(
1−

1
1 + e−u

)
=

1
1 + e−u

·
e−u

1 + e−u
=

e−u

(1 + e−u)2
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Herleitung Backpropagation-Formeln

Einsetzen in ursprünglichen Ausdruck liefert:

∂dm(w)
∂w`,i,j

=
∂dm(w)
∂y`,j

· y`,i · (1− y`,j) · y`−1,i (2)

Ausdruck ∂dm(w)
∂y`,j

ist die Sensitivität von dm(w) bzgl. Output y`,j .

Der Knoten (`, j) reicht seinen Einfluß auf dm durch alle Knoten der
nachfolgenden Schichten weiter.
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Herleitung Backpropagation-Formeln

∂dm(w)
∂y`,j

=
N`+1∑
n=1

∂dm(w)
∂y`+1,n

·
∂y`+1,n

∂y`,j
(3)

Kettenregel

=
N`+1∑
n=1

∂dm(w)
∂y`+1,n

·
∂

∂y`,j

fσ
 N∑̀
q=0

w`+1,q,n · y`,q

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Herleitung Backpropagation-Formeln

=
N`+1∑
n=1

∂dm(w)
∂y`+1,n

· f ′σ(u`+1,n) ·
∂u`+1,n

∂y`,j

=
N`+1∑
n=1

∂dm(w)
∂y`+1,n

· y`+1,n · (1− y`+1,n) · w`+1,j,n

(4)

Fortsetzung für ∂d
m(w)
y`+1,j

bis Output-Schicht:

∂dm(w)
∂yL,j

= yL,j(xm)− rj(xm) (5)
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Zusammenfassung der Herleitung

Variante Batch-Lernen:

Zuerst Summierung der Gradienten über alle Elemente der
Trainingsmenge und dann Korrektur der Gewichte.
Hierbei Einsetzen der Gleichungen 2, 3, 4, 5 in 1.
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Zusammenfassung der Herleitung

Variante Online-Lernen:

In diesem Fall erhält man die Trainingselemente nur einzeln.
Gewicht wt+1

`,i,j in Gleichung (1) wird dann nur auf Grundlage von
einem Trainingsvektor aktualisiert, d.h.

wt+1
`,i,j := wt

`,i,j − µ ·
∂dm(w)
∂wl,i,j

∣∣∣∣∣∣
wt

l,i,j

(6)
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Algorithmus für Backpropagation-Lernen

a) Feed-forward-Berechnung:
Propagierung des/der Inputs vorwärts.

b) Berechnung der Gradienten:
Starten an Ausgabeschicht und Backpropagation zu den
verborgenen Schichten.

c) Korrektur der Gewichte:
Änderung der Gewichte, so daß negative Gradientenrichtung
verfolgt wird.
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Algorithmus für Backpropagation-Lernen

proc back_prop
{ i n i t i a l i s e _ w e i g h t s

r e p e a t
{

choose_nex t_t ra i n i ng_e l ement
a s s i g n _ i n p u t _ v e c t o r

f e ed_fo rward
compute_grad ient
update_we ights

}
u n t i l ( t e r m i n a t i o n _ c o n d i t i o n _ r e a c h e d )

}
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Algorithmus für Backpropagation-Lernen

proc a s s i g n _ i n p u t _ v e c t o r
{ f o r j = 0 to N[ 0 ]

y [ 0 , j ]=x [ j ]
}

proc f eed_fo rward
{ f o r l = 1 to L

f o r j = 1 to N[ l ]
y [ l , j ] = f_sigma ( sum(

i =0,N[ l −1] ,
w[ l , i , j ] ∗ y [ l −1, i ] ) )

}
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Algorithmus für Backpropagation-Lernen

proc compute_grad ient
{ f o r l = L to 1

{ f o r j = 1 to N[ l ]
{ i f l=L then

/∗ s i e h e G l e i chung (5 ) ∗/
e [ L , j ] = y [ L , j ] − r [ j ]

e l s e
/∗ s i e h e G l e i chung (4 ) ∗/
e [ l , j ] = sum(

n=1,N[ l +1] ,
e [ l +1,n ] ∗ y [ l +1,n ] ∗
(1−y [ l +1,n ] ) ∗w[ l +1, j , n ] )
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Algorithmus für Backpropagation-Lernen

f o r i = 1 to N[ l −1]
/∗ s i e h e G l e i chung (2 ) ∗/
g [ l , i , j ] = e [ l , j ] ∗ y [ l , j ] ∗

(1−y [ l , j ] ) ∗y [ l −1, i ]
}

}
}
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Algorithmus für Backpropagation-Lernen

proc update_we ights
{ f o r l = 1 to L

f o r j = 1 to N[ l ]
f o r i = 1 to N[ l −1]

/∗ s i e h e G l e i chung (6 ) ∗/
w[ l , i , j ] ( t +1) = w[ l , i , j ] ( t ) −

mu ∗ g [ l , i , j ]
}

Erläuterung zu Symbolen:

e[l,j]= ∂dm(w)
∂y`,j

und g[l,i,j]= ∂dm(w)
∂w`,i,j
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Beendigung des Algorithmus

Falls kleiner Gradientenbetrag der Fehlerfunktion,
d.h.

∣∣∣∣∂dm(w)
∂w`,i,j

∣∣∣∣ < Schwellenwert,

oder falls kleiner Betrag des Fehlers,
d.h. |dm(w)| < Schwellenwert,

oder nach fester Anzahl von Iterationen.

Hinweis: Gradientenabstieg führt nur zu lokalem Minimum der
Fehlerfunktion.
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Resumee zum Backpropagation-Lernen

MLP-Lernen (Backpropagation-Lernen) wird realisiert durch
Gradientenabstieg an der Fehlerfunktion.

Fehlerfunktion ist wegen Verwendung der Sigmoid-Funktion nicht
mehr quadratisch in den Gewichten, sondern komplexer.

Gradientenabstieg findet eventuell nur lokales Minimum, statt
globales.

Gradientenabstieg ist nicht sehr effizient, besser wäre z.B. der sog.
konjugierte Gradientenabstieg.
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5.3 Funktionale Fähigkeiten von MLPs

Überblick:

Nicht-lineare Klassifikation

Sigmoid-Funktion zur Klassifikation

Stetige, nicht-lineare Funktionsapproximation

Identität als Aktivierungsfunktionen

MLP realisiert Logik-Funktionen

MLP realisiert Datenkompression
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Nicht-lineare Klassifikation
1-Schicht-MLP kann lineare Entscheidungsgrenzen lernen (Halbräume).

2-Schicht-MLP kann stückweise lineare Entscheidungsgrenzen lernen
(konvexe Räume).

3-Schicht-MLP lernt nicht-konvexe Räume.

Dabei ist:
Input-Vektor ∈ RI , Output-Vektor ∈ [0, 1]K ,
Reelle Zahlen R, Intervall [0, 1] ⊂ R,
Dimension I des Eingaberaums, Dimension des Ausgaberaums ist
Anzahl K der Klassen.
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Sigmoid-Funktion zur Klassifikation
Annahme: MLP für eine Klassifikationsaufgabe (2-Klassen-Problem)

Frage: Unter welcher Bedingung realisiert ein MLP einen Klassifikator,
dessen Klassifikationsergebnis der a posteriori Wahrscheinlichkeit für eine
Klasse entspricht ?

Formal muss also das Ergebnis der Sigmoid-Funktion identisch sein mit
dem Ergebnis der Bayes-Formel:

P (c1|x) =
P (x|c1)P (c1)

P (x|c1)P (c1) + P (x|c2)P (c2)

!=
1

1 + e−u
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Sigmoid-Funktion zur Klassifikation
Man setze nun die Definition u := ln P (x|c1)P (c1)

P (x|c2)P (c2) in die
Sigmoid-Funktion fσ ein.

1
1 + e−u

=
1

1 + e
−
(

ln P (x|c1)P (c1)
P (x|c2)P (c2)

) =
1

1 + e
ln P (x|c2)P (c2)

P (x|c1)P (c1)

=
1

1 + P (x|c2)P (c2)
P (x|c1)P (c1)

=
1

P (x|c1)P (c1)+P (x|c2)P (c2)
P (x|c1)P (c1)

= P (x|c1)P (c1)
P (x|c1)P (c1)+P (x|c2)P (c2)
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Sigmoid-Funktion zur Klassifikation
Es resultiert also damit gerade die Bayes-Formel, und somit die a
posteriori Wahrscheinlichkeit für eine Klasse.

Falls die Gewichte so adaptiert wurden, dass bei Vorwärtspropagierung
eines Input-Vektors der resultierende Wert von u identisch zum Ergebnis
der obigen Formel ist, dann kann bei Verwendung der Sigmoid-Funktion
fσ als Aktivierungsfunktion der Output des MLP als a posteriori
Wahrscheinlichkeit interpretiert werden.

Das MLP-Lernen führt i.A. nicht zu diesem gewünschten Wert von u.

Hinweis auf Kapitel 6: Das Lernen eines RBF-Netzes wird dagegen
gerade so realisiert, dass a posteriori Wahrscheinlichkeiten resultieren.
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Stetige, nicht-lineare Funktionsapproximation

Durch Verwendung einer stetigen, nicht-linearen Aktivierungsfunktion,
hier Sigmoid-Funktion fσ, können stetige, nicht-lineare Funktionen
approximiert werden.

Dabei ist: Input-Vektor ∈ RI , Output-Vektor ∈ RO, Reelle Zahlen R,
Dimension I des Eingaberaums, Dimension O der Ausgabe.

Satz zur Universellen Approximation (Cybenko, 1989): Ein 2-Schicht-
Multi-Layer-Perzeptron erzeugt beliebig gute Approximationen für
stetige, nicht-lineare Funktionen.
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Identität als Aktivierungsfunktionen

Annahme: Mehrschichtiges Netz und Identität als Aktivierungsfunktion.

Gegeben: z.B. ein zweischichtiges Netz

Eingabeschicht: xm = (xm1 , . . . , xmN0
)

Verborgene Schicht: zm = (zm1 , . . . , zmN1
)

Ausgabeschicht: ym = (ym1 , . . . , ymN2
)
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Identität als Aktivierungsfunktionen
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xm zm ym

W1 W2

zm = xm ·W1; ym = zm ·W2 = xm ·W1W2︸ ︷︷ ︸
=:W

= xm ·W

Resumee: Falls als Aktivierungsfunktion die Identität gewählt wird, dann
sind verborgene Schichten obsolet.
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Identität als Aktivierungsfunktionen

Falls sämtliche Berechnungselemente von allen Schichten lediglich lineare
Assoziatoren sind, dann kann insgesamt nur eine lineare Funktion
approximiert werden, d.h. ein einschichtiges Netz ist ausreichend.

Dagegen wird in Mehrschichtnetzen typischerweise eine einfache
Nicht-Linearität der Berechnungselemente verwendet, um insgesamt eine
komplexe nicht-lineare Klassifikation oder Funktion zu erhalten.
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MLP realisiert Logik-Funktionen

Jede Logik-Funktion hat eine äquivalente, disjunktive oder konjunktive
Normalform.

Somit reicht eine verdeckte Schicht, um eine beliebige Logik-Funktion zu
implementieren.

Dabei ist: Input-Vektor ∈ BI , Output-Wert ∈ B, Boole’sche Menge B,
Dimension I des Eingaberaums.
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MLP realisiert Datenkompression

Problem: Suche einer effektiven Repräsentation (Kodierung) von Daten.
Notwendig ist ein geeignetes Basissystem, in welchem eine Reduktion
von Redundanzen in den Daten erreicht wird.

Kompression: Wenn man in einem Basissystem durch Reduktion von
Redundanzen eine sparsamere Repräsentation der Daten hat als im
kanonischen Basissystem.
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MLP realisiert Datenkompression

Kompressionsarten: Verlustfreie oder verlustbehaftete Transformation der
Standardrepräsentation der Daten.
Verlustfreie Kompression heisst auch Autokodierung.

Originaldaten

Exakt rekon-

struierte Daten

Kodierung

Dekodierung

Dekodierung
Ungenau rekon-

struierte Daten
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MLP realisiert Datenkompression
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Kodierung Dekodierung

Training: Netz soll Eingabe unverändert weitergeben.
Anwendung: Weglassen des Dekodierungsabschnitts.
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6. Netze radialer Basisfunktionen

6.1 Beiträge zur Konzeptbildung
6.2 Definition von RBF-Netzen
6.3 Zweischichtig, sequentielles Lernen
6.4 Weitere Lernvariante für RBF-Netze
6.5 Approximation und Regularisierung
6.6 Statistische Interpretation von RBF-Netzen
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6.1 Beiträge zur Konzeptbildung

Es sei eine Funktionsapproximation gewünscht.

Überblick:

Satz von Kolmogorov (1957)

Interpolation nach Powell (1987)

Neuronale Informationsverarbeitung
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Satz von Kolmogorov (1957)

Gegeben sei eine I-dimensionale stetige Funktion f .

Dann existieren ein-dimensionale stetige Funktionen g0 und gj,
j ∈ {1, . . . , (2I + 1)}, sowie Konstanten αi, i ∈ {1, . . . , I},
so daß gilt:

f(x1, . . . , xI)
!= ∑2I+1

j=1 g0
(∑I

i=1αigj(xi)
)
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Satz von Kolmogorov (1957)

Deutung: Jede multi-dimensionale stetige Funktion kann durch Kombi-
nation von ein-dimensionalen stetigen Funktionen repräsentiert werden.

Problem: Satz ist nicht konstruktiv.
Es ist unbekannt, wie g0 und gj, j ∈ {1, . . . , (2I + 1)},
gefunden werden.
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Interpolation nach Powell (1987)

Gegeben seien M unterschiedliche Punkte
{xm ∈ RI|m = 1, . . . ,M}
und reelle Zahlen {rm ∈ R|m = 1, . . . ,M}.

Dann findet man eine Funktion f : RI → R gemäß nachfolgender
Definition, so daß die Interpolationsbedingung erfüllt ist:

f(xm) := ∑M
j=1wjhj(xm) = rm ; m ∈ {1, . . . ,M}
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Interpolation nach Powell (1987)
Als Interpolationsfunktionen hj unterscheidet man lokalisierende und
nicht-lokalisierende Basisfunktionen h, die nicht-linear sind.
Dabei sei definiert: hj(x) := h(‖x− xj‖) =: h(d)

Lokalisierende Basisfunktionen:
d→∞⇒ h(d)→ 0

Beispiele:
h(d) := e−( dσ)

2

; Gauß-Funktion
h(d) := 1

(γ2+d2)ζ ; ζ > 0
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Interpolation nach Powell (1987)

Nicht-lokalisierende Basisfunktionen:
d→∞⇒ h(d)→∞ oder

h(d)→ Konstante ( 6= 0)

Beispiele:
h(d) := (γ2 + d2)ζ ; ζ > 0, h(d)→∞

h(d) := 1
1+e−d ; h(d)→ 1
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Interpolation nach Powell (1987)

Bestimmung der Koeffizienten wj zur Interpolation.

Angenommen, Basisfunktion h und zugehörige Matrix H seien wie folgt
gegeben:

H :=


h11 · · · h1M
... ...

hM1 · · · hMM


hmj := h(‖xm − xj‖)

m ∈ {1, . . . ,M} , j ∈ {1, . . . ,M}
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Interpolation nach Powell (1987)
Weiterhin seien die Sollwerte gegeben:

R :=


r1

...
rM


Gesucht ist Vektor der Koeffizienten

w :=


w1
...
wM


Lösung: R = H · w =⇒ w∗ := H−1 ·R
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Neuronale Informationsverarbeitung

Lokale Informationsverarbeitung
(Neuronen sind sensitiv für lokalisierte Teilräume des
Eingaberaumes mit Überlappungsgebieten)

Partitionierung des Lernproblems
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6.2 Definition von RBF-Netzen
Überblick:

Topologie und Basisfunktionen

Funktion eines RBF-Netzes

Funktionsapproximation durch RBF-Netz

Parameter eines RBF-Netzes

Nicht-isotrope Basisfunktionen

Einschub: Zufallsvariable, Mittelwert, Varianz,
Kovarianz, Kovarianzmatrix
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Topologie und Basisfunktionen

Ein RBF-Netz ist ein zweischichtiges Netz (d.h. eine verdeckte Schicht),
deren Output-Knoten eine (gewichtete) Linearkombination von
Projektionen auf radiale Basisfunktionen berechnen.
Die Basisfunktionen gehören zu den verdeckten Knoten, die eine
lokalisierte Antwort auf den Input erzeugen.
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Topologie und Basisfunktionen
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Funktion eines RBF-Netzes

Lineare Kombination von nicht-linearen Basisfunktionen:
yk(x) := ∑J

j=1wjkhj(x) ; k ∈ {1, · · · ,K}

Wichtigste Basisfunktion:
Radial-symmetrischer Gauß (synonym Isotroper Gauß)

hj(x) := h(‖x− µj‖) := e
−‖x−µ

j‖2

2σj2
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Funktionsapproximation durch RBF-Netz

RBF-Netz repräsentiert eine stetige Funktion, wobei die Anzahl der
Basisfunktionen von der Komplexität der zu repräsentierenden Funktion
abhängt.

Anzahl J der Basisfunktionen hj ist klein im Vergleich zur Anzahl M
der Trainingselemente.

⇒ Approximation statt Interpolation.
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Parameter eines RBF-Netzes

Zwei Parameterarten.

Parameter der einzelnen RBFs:
Zentren µj
Distanzen σj, je zw. Zentrum und Wendepunkt einer Gauß-Kurve

Parameter zur Kombination der RBFs:
Faktoren (Gewichte) wjk

Hinweis: Keine Gewichte zwischen Eingabeschicht und verdeckter
Schicht.
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Parameter eines RBF-Netzes

Basisfunktionen sind nicht mehr auf Trainingselementen lokalisiert.

⇒ Lokalisierung µj ist Teil des Lernens.

Hinweis: Ergänzend zur Lokalisierung µj, wird auch die Anzahl J der
Basisfunktionen gelernt. D.h., die Anzahl der Knoten der verdeckten
Schicht wird gelernt.
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Parameter eines RBF-Netzes

Jede Basisfunktion hat eine individuelle Einzugsweite, charakterisiert
durch σj.

Falls σj klein/groß, dann ist die Basisfunktion für einen kleinen/großen
Teilbereich des Eingaberaums zuständig.

Weiterhin gilt: Falls die σj der Basisfunktionen klein/groß, dann
beeinflußen wenige/viele Basisfunktionen das Ergebnis der
Netzanwendung auf ein bestimmtes Eingabelement.

⇒ Anpassung von σj ist Teil des Lernens.
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Parameter eines RBF-Netzes

Faktor wjk gewichtet die Rolle der Basisfunktion hj bei der Berechnung
der k.ten Output-Komponente.

⇒ Ermittlung dieser Gewichte ist auch Teil des Lernens.
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Nicht-isotrope Basisfunktionen
Ersetzen des radial-symmetrischen Gauß durch einen nicht-
radial-symmetrischen (d.h. nicht-isotropen) Gauß als Basisfunktion.

Definition der Basisfunktion mit Kovarianzmatrix Sj:
hj(x) := e−

1
2 (x−µj)T (Sj)−1(x−µj)

Im Falle eines I-dimensionalen Input-Vektors hat jede Basisfunktion
dann I(I + 3)/2 justierbare Parameter: I Parameter in µj und
I(I + 1)/2 Parameter in Sj.

Balance erforderlich zwischen kleiner Zahl von (nicht-isotropen)
Basisfunktionen mit vielen justierbaren Parametern und großer Zahl
von (isotropen) Basisfunktionen mit wenigen Parametern.
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Einschub: Zufallsvariable, Mittelwert
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Einschub: Varianz, Kovarianz
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Einschub: Kovarianzmatrix
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Einschub: Kovarianzmatrix
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Einschub: Kovarianzmatrix
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6.3 Zweischichtig, sequentielles Lernen

Überblick:

Annahmen für das Lernen

Art des Lernens in den Schichten

MEANS Cluster-Algorithmus

ISODATA Cluster-Algorithmus

Lineare Regression durch Pseudo-Inverse
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Annahmen für das Lernen

Es sei eine Funktionsapproximation gewünscht.

Seien (xm, rm) ∈ RI × R die Trainingselemente, mit
m ∈ {1, . . . ,M}.

Seien hj(x) die Symbole für die Basisfunktionen, mit j ∈ {1, . . . , J}.

Sei f(x) das Symbol für den reellen Netzwerk-Output (oBdA skalar).
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Art des Lernens in den Schichten

1. Schicht: Unüberwachtes Lernen der Basisfunktionen bzgl.
Eingabedaten xm (keine Berücksichtigung von rm).
Gelernt werden µj, σj, J .

2. Schicht: Überwachtes Lernen der Faktoren wj für die
Linearkombination der Basisfunktionen hj, durch Lineare Regression
unter Berücksichtigung von rm.
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MEANS Cluster-Algorithmus
Ziel: Unüberwachtes Lernen, d.h. Clustern von Trainingsdaten zur
Bestimmung von Lage, Ausdehnung, Anzahl der Basisfunktionen.

Methode: Partitionierung von ΩT in J disjunkte Teilmengen Clj,
durch Minimierung der Intra-Cluster-Varianz VIC .

VIC :=
1
J

J∑
j=1

 1
Mj

∑
xm∈Clj

‖xm − µj‖2



µj :=
1
Mj

∑
xm∈Clj

xm , Mj := |Clj|
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MEANS Cluster-Algorithmus
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MEANS Cluster-Algorithmus

Algorithmus im Überblick:

Initialisierung der Zentren der Mengen Clj .

Zugehörigkeiten von Elementen xm zu den Mengen Clj festlegen
bzw. ändern.

Berechnung bzw. Neuberechnung der Zentren µj .
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MEANS Cluster-Algorithmus
proc MEANS
{ Fü r a l l e j , i n i t i a l i s i e r e mu[ j ] b e l i e b i g

Wiede rho l e s o l a ng e s i c h Cl [ j ] ä ndern
{

Fü r a l l e x [m] aus Omega [T] // Grupp i e rung
{ j_b = arg min { | | x [m]−mu[ j ] | | }

f üge x [m] zu Cl [ j_b ] h i nzu
}
Fü r a l l e Cl [ j ]
{ M[ j ] = Anzahl ( Cl [ j ] ) // Anzahl Elemente

mu[ j ] = 1/M[ j ] ∗ Summe( Cl [ j ] ) // Zentrum
}

}
}
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MEANS Cluster-Algorithmus

Bemerkungen:
Bei jeder Iteration wird garantiert, daß VIC nicht wächst.

Manche Cluster bleiben eventuell leer.

Resultierende Cluster hängen leider von Initialisierung ab.

Zentren µj der Cluster als Zentren der Basisfunktionen verwenden.

Die Kovarianzmatrizen Sj der Cluster zur Definition von
nicht-isotropen Basisfunktionen verwenden. Oder die Varianzen σj
der Cluster zur Definition von isotropen Basisfunktion verwenden.
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MEANS Cluster-Algorithmus
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ISODATA Cluster-Algorithmus
Iterative Self-Organizing DATA Analysis Technique.
Algorithmus im Überblick:

Die Anzahl der Cluster ist variabel.
Start mit Vorgabe niedriger Zahl von Clustern.
Variieren der Größe und Gestalt der Cluster.
Anfangsclusterung mit MEANS.
Split-Operation falls Streuung in einem Cluster zu groß.
Merge-Operation falls die Zentren von zwei Clustern zu eng
benachbart.

Funktioniert besser als MEANS (reduzierte Abhängigkeit von
Initialisierung).
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ISODATA Cluster-Algorithmus
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Lineare Regression durch Pseudo-Inverse
Gewichtsvektoren zwischen verdeckter Schicht und Ausgabeschicht
werden unter der Annahme gelernt, dass die Basisfunktionen der
verdeckten Schicht vorliegen.
Diese Basisfunktionen werden auf die Trainingselemente
angewendet.
Weil die Knoten der Ausgabeschicht als Propagierungsfunktion den
Linearen Assoziator und als Aktivierungsfunktion die Identität
haben, ist nur noch eine Lineare Regression erforderlich.
Beim Batch-Lernen erfolgt die Lineare Regression mit der
Pseudo-Inversen (siehe Unterkapitel 4.5), und führt zur
Minimierung des Mean-Squared-Error.
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Lineare Regression durch Pseudo-Inverse
Funktion des RBF-Netzes: f(x) := ∑J

j=1wjhj(x)

Trainingsdaten: (xm, rm) ∈ ΩT ⊂ RI × R

Fehlerfunktion: D(w) := 1
2
∑M
m=1(f(xm)− rm)2

Optimaler Gewichtsfektor: w∗ := (HT ·H)−1 ·HT︸ ︷︷ ︸
Pseudo-Inverse von H

·R

Es ist w∗ der Vektor mit den J optimalen Gewichten,
H die (M × J)-Matrix mit Komponenten hj(xm),
und R der Vektor mit den M Solldaten.
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6.4 Weitere Lernvariante für RBF-Netze

Überblick:

Diskussion über das zweistufige Lernen

Integriertes Lernen aller Parameter

Zweistufiges und integriertes Lernen
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Diskussion über das zweistufige Lernen

Vorteile:

Partitionierung des Lernproblems durch zweistufiges Lernen von zwei
Parameterarten. Dies bewirkt eine Effizienzsteigerung beim Lernen.
Transformation der Eingabe-(Roh-)Daten in einen anderen Raum, in
welchem das Problem linearer Natur ist.
Lernen der Gewichtsvektoren (in der zweiten Stufe) durch einfache,
lineare Regression.
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Diskussion über das zweistufige Lernen

Nachteile:

Die unabhängige Optimierung der Basisfunktionen von Solldaten
rm kann ein Problem sein.
Zur Abtastung eines I-dimensionalen Eingaberaumes wächst die
notwendige Zahl der Basisfunktionen exponentiell mit I.
Oft haben bestimmte Dimensionen in den mehr-dimensionalen
Eingabedaten keinen Einfluß auf die Ausgabedaten. Dies führt aber
nicht zur Verringerung der Zahl der Basisfunktionen.
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Diskussion über das zweistufige Lernen
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Diskussion über das zweistufige Lernen
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Diskussion über das zweistufige Lernen

Nachteile:

Wenn die intrinsische Dimensionalität der Eingabedaten und die
Lage des eingebetteten Unterraumes bekannt wäre, dann könnte
man besser geeignete Basisfunktionen definieren, um deren Anzahl
zu reduzieren.
Die Anzahl der Basisfunktionen sollte in denjenigen Teilgebieten des
Eingaberaumes dicht verteilt sein, wo der Abbildungfehler groß ist,
z.B. wo Funktionen stark gekrümmt sind.
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Diskussion über das zweistufige Lernen
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Diskussion über das zweistufige Lernen
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Integriertes Lernen aller Parameter

Integriertes, überwachtes Lernen aller Parameter der zwei
Parameterarten, d.h. keine Organisation in zwei Stufen, auch
Basisfunktionen überwacht lernen.
Gradientenabstiegsverfahren in nicht-konvexer Fehlerfunktion.
Realisiert eine ganzheitliche, nicht-lineare Regression.
Verfahren ermittelt eventuell nur lokales Minimum (statt globales)
der Fehlerfunktion.
Verfahren würde eine konstante Zahl von Basisfunktionen zu
Grunde legen, also die Anzahl der verdeckten Knoten nicht lernen.
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Zweistufiges und integriertes Lernen

Die Vorteile des zweistufigen Lernens und des integrierten Lernens
könnten in folgendem Verfahren kombiniert werden.
Erst zweistufiges Lernen, dann integriertes Lernen anschließen.
Die Ergebnisse des zweistufigen Lernens dienen zur Initialisierung
des Gradientenabstiegs beim integrierten Lernen.
Dadurch wird Effizienz gesteigert und die Chance auf Erreichen des
globalen Minimums der Fehlerfunktion erhöht.
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6.5 Approximation und Regularisierung

Überblick:

Gut oder schlecht gestellte Probleme

Beispiele für schlecht gestellte Probleme

Regularisierung

Lineare Regression und Regularisierung
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Gut oder schlecht gestellte Probleme

Bezugnahme auf Hadamard (1923).

Gut gestelltes (well-posed) Problem:

Es existiert eine Lösung, und die

Lösung ist eindeutig, und die

Lösung hängt kontinuierlich von Eingabedaten ab.

Ist eine dieser Bedingungen nicht erfüllt, so ist das Problem schlecht
gestellt (ill-posed).
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Beispiele für schlecht gestellte Probleme

Lineare Algebra: y = Ax
?=⇒ x = A−1y

Regelungstheorie: Prozeßidentifikation aus Beobachtung

Computer Vision: Szenenrekonstruktion aus Bildern
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Regularisierung

Änderung/Verbesserung der Problemeigenschaften
(ill-posed⇒ well-posed) durch:

mehr Meßergebnisse,
Vorverarbeitung der Meßergebnisse,
Definition von Zwängen durch zusätzliches Wissen.
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Regularisierung
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Regularisierung
Bezugnahme auf Poggio, Girosi (1990).

G(f) :=
1
2

M∑
m=1

(f(xm)− rm)2 +
λ

2

∫
|Rf |2dx

Generischer Regularisierungsoperator Rf für die Funktion f , der z.B. die
Glattheit von f mißt.

Rolle (Wichtigkeit) des Regularisierungsterms wird festgelegt mit Hilfe
des Regularisierungsparameters λ.

Bemerkung: Es gibt auch Regularisierungsterme mit mehreren
Regularisierungsparametern.
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Lineare Regression und Regularisierung
Verwendung der empirischen Fehlerfunktion D(w) in der Definition
einer allgemeineren Kostenfunktion (loss function) G(w):

G(w) := D(w) +
1
2

J∑
j=1

λjw
2
j︸ ︷︷ ︸

Bestrafungsterm

Der zusätzliche Term bewirkt einen “Zwang” bezüglich der zu lernenden
Funktion f , z.B. “bestraft” große Gewichte wj.
Die Regularisierungsparameter λj ≥ 0 kontrollieren das Ausmaß der
Bestrafung:

λj klein⇒ dichte Anpassung an Messungen
λj groß⇒ Verzicht auf dichte Anpassung
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Lineare Regression und Regularisierung
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Lineare Regression und Regularisierung

∂G

∂wj
=

M∑
m=1

(f(xm)− rm)

hj(xm)︷ ︸︸ ︷
∂f

∂wj
(xm)

︸ ︷︷ ︸
∂D
∂wj

+λjwj
!= 0 ; j ∈ {1, . . . , J}

M∑
m=1

f(xm)hj(xm) + λjwj =
M∑
m=1

rmhj(xm)
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Lineare Regression und Regularisierung
Vektor-Notation:

~hspj,T · F + λjwj = ~hspj,T ·R
mit

~hspj := (hj(x1), . . . , hj(xM))T

F := (f(x1), . . . , f(xM))T

R := (r1, . . . , rM)T

Nun Stapel von J Gleichungen zusammenfassen.
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Lineare Regression und Regularisierung
Matrix-Notation:

HT · F + L · w = HT ·R
mit

H :=


h1(x1) · · · hJ(x1)

... ...
h1(xM) · · · hJ(xM)

 =:


~hze1

...
~hzeM


=:

(
~hsp1 · · · ~hspJ

)
und

L :=


λ1 · · · 0

. . .
0 · · · λJ

 ; w := (w1, . . . , wJ)T
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Lineare Regression und Regularisierung
Es gilt: f(xm) =

J∑
j=1

wjhj(xm) = ~hzem · w

Zusammenfassung für alle m ∈ {1, . . . ,M}: F = H · w

Verwendung in erster Formel von vorheriger Folie:

HT ·R = HT ·F +L ·w = HT ·H ·w+L ·w = (HT ·H+L) ·w

Ergibt optimalen Gewichtsvektor unter Zwang:

w∗ := (HT ·H + L)−1 ·HT ·R

 allg. Pseudoinverse
6. Netze radialer Basisfunktionen 60



6.6 Statistische Interpretation von RBF-Netzen

Überblick:

Funktion von RBF-Netz als Bayes-Formel

Probabilistische Deutung von RBF-Netzen

Annahme: RBF-Netze zur Klassifikation
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Funktion von RBF-Netz als Bayes-Formel
P (ck|x) =

P (x|ck) · P (ck)
P (x)

(1)

P (x|ck) =
J∑
j=1

P (x|j) · P (j|ck) (2)

P (x) !=
∑
j′
P (x|j′) · P (j′) (3)

Deutung von P (x|j): Zugehörigkeit von x zu einer bestimmten
Gauß-Verteilung (Nummer j).
Deutung von P (j|ck): Relevanz der Gauß-Funktion j für die
Charakterisierung der Klasse ck.
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Funktion von RBF-Netz als Bayes-Formel

P (x) =
K∑
k=1

P (x|ck) · P (ck)

=
K∑
k=1

 J∑
j=1

P (x|j) · P (j|ck)
 · P (ck)

=
J∑
j=1

K∑
k=1

P (x|j)︸ ︷︷ ︸
unabh. von

∑
k

·P (j|ck) · P (ck)

=
J∑
j=1

P (x|j) · P (j)
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Funktion von RBF-Netz als Bayes-Formel
Einsetzen von Gleichung 2 und 3 in Gleichung 1:

P (ck|x) =
∑J
j=1 P (x|j) · P (j|ck) · P (ck) · P (j)

P (j)∑
j′ P (x|j′) · P (j′)

=
J∑
j=1

P (j|ck) · P (ck)
P (j)︸ ︷︷ ︸

=P (ck|j)
=wjk

·
P (x|j) · P (j)∑
j′ P (x|j′) · P (j′)︸ ︷︷ ︸

=P (j|x)
=hj(x)
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Probabilistische Deutung von RBF-Netzen

Das Lernen eines RBF-Netzes wird so realisiert, dass sich für einen
Input-Vektor x die a posteriori Wahrscheinlichkeit für eine Klasse ck
ergibt.

Eine Basisfunktion hj gibt die Wahrscheinlichkeit der Zugehörigkeit des
Input-Vektors x zur Gauß-Funktion mit Nummer j an.

Das Gewicht wjk gibt die Relevanz der Gauß-Funktion j für die
Charakterisierung der Klasse ck an, ausgedrückt als bedingte
Wahrscheinlichkeit.
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7. Statistische Analysen (Bias, Varianz)

7.1 Statistische Interpretation der Fehlerfunktion

7.2 Plastizitäts-/Stabilitätsdilemma
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7.1 Statistische Interpretation der Fehlerfunktion

Überblick:

Varianz in den Solldaten

Umstrukturierung der Fehlerfunktion

Gewichtungsabhängiger/-unabhängiger Fehleranteil

Annahmen/Forderungen zur Fehlerminimierung

Rekonstruktion einer deterministischen Funktion

Interpretation gewichtsunabhängiger Fehleranteil
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Varianz in den Solldaten

y(x)

x

P(r|x)

x5

y,r
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Umstrukturierung der Fehlerfunktion

D(w) := lim
M→∞

1
2M

M∑
m=1

NL∑
i=1

(yi(xm, w)− rmi )2

=
1
2

NL∑
i=1

∫∫
(yi(x,w)− ri)2P (ri, x)dridx

=
1
2

NL∑
i=1

∫∫
(yi(x,w)− ri)2P (ri|x)P (x)dridx

=
1
2

NL∑
i=1

∫∫
(y2
i (x,w)− 2yi(x,w)ri + r2

i )P (ri|x)P (x)dridx
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Umstrukturierung der Fehlerfunktion

=
1
2

NL∑
i=1

∫∫
y2
i (x,w)P (ri|x)P (x)dridx︸ ︷︷ ︸

h1

−

1
2

NL∑
i=1

∫∫
2yi(x,w)riP (ri|x)P (x)dridx︸ ︷︷ ︸

h2

+

1
2

NL∑
i=1

∫∫
r2
iP (ri|x)P (x)dridx︸ ︷︷ ︸

h3
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Umstrukturierung der Fehlerfunktion

Es gilt für h1:

h1 =
∫
y2
i (x,w)

(∫
P (ri|x)dri

)
︸ ︷︷ ︸

= 1

P (x)dx

=
∫
y2
i (x,w)P (x)dx
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Umstrukturierung der Fehlerfunktion

Es gilt für h2:

h2 =
∫

2yi(x,w)
(∫
riP (ri|x)dri

)
︸ ︷︷ ︸

E(ri|x) = 〈ri|x〉

P (x)dx

=
∫

2yi(x,w)〈ri|x〉P (x)dx
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Umstrukturierung der Fehlerfunktion

Es gilt für h3:

h3 =
∫ (∫

r2
iP (ri|x)dri

)
︸ ︷︷ ︸

E(r2
i |x) = 〈r2

i |x〉

P (x)dx

=
∫
〈r2
i |x〉P (x)dx
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Umstrukturierung der Fehlerfunktion
Daraus folgt:

D(w) =
1
2

NL∑
i=1

(h1 − h2 + h3)

=
1
2

NL∑
i=1

(∫
y2
i (x,w)P (x)dx−

∫
2yi(x,w)〈ri|x〉P (x)dx

+
∫
〈ri|x〉2P (x)dx

)
+

1
2

NL∑
i=1

(∫
〈r2
i |x〉P (x)dx−

∫
〈ri|x〉2P (x)dx

)
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Umstrukturierung der Fehlerfunktion

Wir erhalten zwei Terme in der Fehlerfunktion:

D(w) =
1
2

NL∑
i=1

∫
(yi(x,w)− 〈ri|x〉)2P (x)dx︸ ︷︷ ︸

Term I

+

1
2

NL∑
i=1

∫
(〈r2

i |x〉 − 〈ri|x〉
2)P (x)dx︸ ︷︷ ︸

Term II
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Gewichtsabhängiger/-unabhängiger Fehleranteil

Term II:
Unabhängig von Abbildungsfunktion des Netzes, d.h. unabhängig von
den gelernten Gewichten.

Term I:
Wenn yi(x,w∗) = 〈ri|x〉, ∀i ∈ {1, . . . , NL}, d.h. Integrand
verschwindet, dann absolutes Minimum der Fehlerfunktion erreicht.
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Gewichtsabhängiger/-unabhängiger Fehleranteil

7. Statistische Analysen (Bias, Varianz) 12



Annahmen/Forderungen zur Fehlerminimierung

Optimierung der Netzparameter, um Minimum der Fehlerfunktion
zu finden.

Abbildungsfunktion des neuronalen Netzes muß hinreichend flexibel
sein, damit das minimal mögliche Fehlerniveau erreicht wird.

Die Solldaten müssen möglichst zuverlässig und exakt sein, damit
das minimal mögliche Fehlerniveau einen niedrigen Wert annimmt.
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Rekonstruktion einer deterministischen Funktion
Annahmen: Solldaten rmi wurden durch verrauschte Funktion gebildet
und xm waren exakt meßbar, rmi = gi(xm) + δmi ;
Deterministische, unbekannte Funktion gi ;
Erwartungswert des Rauschens sei null, d.h 〈δi〉 = 0 .

Nach optimalem Lernen gilt ∀i ∈ {1, . . . , NL} :
yi(x,w∗) = 〈ri|x〉 = 〈(gi(x) + δi)|x〉 =

〈gi(x)|x〉︸ ︷︷ ︸
= gi(x)

+ 〈δi|x〉︸ ︷︷ ︸
= 0

= gi(x)

Das optimale Netz liefert bedingte Erwartungswerte der verrauschten
Funktion, d.h. rekonstruiert den deterministischen Anteil dieser Funktion.
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Interpretation gewichtsunabhängiger Fehleranteil
Term II ist unabhängig von Netzgewichten.

〈r2
i |x〉 − 〈ri|x〉2

!= 〈(ri − 〈ri|x〉)2|x〉 =
E
(
(ri − E(ri|x))2|x

)
= σ2

ri
(x)

Untere Grenze des erreichbaren Fehlers ist stochastische Varianz
(Rauschen) der Solldaten, bezogen auf Input-Trainingselement x,
und i-te Komponente der Solldaten.
Summe der Erwartungswerte der Varianz der Solldaten:

1
2

NL∑
i=1

∫
(〈r2

i |x〉 − 〈ri|x〉
2)P (x)dx
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Interpretation gewichtsunabhängiger Fehleranteil
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7.2 Plastizitäts-/Stabilitätsdilemma
Überblick:

Speicherung versus Generalisierung
Komplexität des Modells
Naive Lernmethodik
Cross Validation
Aufspalten der Lernmenge
Formale Definition von Bias und Varianz
Beispiele für Bias und Varianz
Minimierung von Bias und Varianz
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Speicherung versus Generalisierung

Das Neuronale Netz soll den realen Sachverhalt modellieren.

Das zu lernende Modell muß sowohl hinreichend gut die Daten
widerspiegeln, als auch hinreichend stark von ihnen abstrahieren.

Speicherungsaspekt und Generalisierungsaspekt im Konflikt.

Die Netzstruktur muß hinreichend viele Freiheitsgrade für die Anpassung
haben. Diese Freiheitsgrade müssen durch geeignete Zwänge
eingeschränkt werden.
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Speicherung versus Generalisierung
Balance zwischen Anpassung (des Modells an Trainingsdaten) und
Abstraktion erforderlich.
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Komplexität des Modells

Zwei Beispiele für Möglichkeiten zur Kontrolle der Komplexität des
Modells (synonym Regularisierung).

Strukturelle Regularisierung:
Änderung der Zahl der Schichten/Knoten des Netzes, sowie Art der
Propagierungs- und Aktivierungsfunktion.

Belohnung/Bestrafung Parameterwerte:
Zur Fehlerfunktion wird ein Regularisierungsterm hinzugezogen.
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Naive Lernmethodik

Problembereich Ω ist Vereinigung von Lernmenge ΩL,
Evaluationsmenge ΩE und Anwendungsmenge ΩA.

Naive Lernmethodik: Beim Trainieren des NN wird das komplette ΩL

verwendet, und zum Testen die Evaluationsmenge ΩE.

Speicherkapazität (Gedächtnis): Erfolgreich nur für ΩL, aber nicht für
ΩE? Dann hat das NN lediglich auswendig gelernt.

Generalisierungsfähigkeit (Abstraktion): Erfolgreich auch für ΩE?
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Cross Validation
Bessere Lernmethodik:

Variables Aufspalten der Lernmenge in Trainings- und
Validierungsmenge,

ΩL := ΩTj
∪ ΩVj

, j ∈ {1, · · · }
Systematisches oder zufälliges Verändern der Zusammensetzung
von Trainings- und Validierungsmenge.
Jeweils Trainieren mit aktueller Trainingsmenge, und ggf. verbessern
basierend auf aktueller Validierungsmenge.
Zusammenführen aller Ergebnisse.

Dieser sog. Cross Validation Ansatz verspricht eine bessere
Generalisierungsfähigkeit.
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Aufspalten der Lernmenge
Beispiel:
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Formale Definition von Bias und Varianz
Bezug zu Term I der Fehlerfunktion:

Im folgenden wird Index i als Komponente eines möglicherweise
mehrdimensionalen Outputvektors zur Vereinfachung weggelassen
(aber ohne Beschränkung der Allgemeinheit).

Lernergebnis y(x) hängt von der speziellen Wahl der Trainingsmenge
ΩTj

ab.

Unabhängigkeit erzielt man durch Bildung des Erwartungswertes des
inneren Teils von Term I, durch Heranziehen mehrerer ΩTj

, d.h.
ET ((y(x)− 〈r|x〉)2) .
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Formale Definition von Bias und Varianz
Expandieren des inneren Teils von Term I:

(y(x)− 〈r|x〉)2 = (y(x)− ET (y(x)) + ET (y(x))− 〈r|x〉)2

= (y(x)− ET (y(x)))2 + (ET (y(x))− 〈r|x〉)2 +

2(y(x)− ET (y(x)))(ET (y(x))− 〈r|x〉)︸ ︷︷ ︸
=:h

Dabei ist ET (y(x)) der Erwartungswert von y(x), ermittelt über
mehrere ΩTj

.
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Formale Definition von Bias und Varianz

Bildung des Erwartungswerts der expandierten Teilformel:
ET ((y(x)− 〈r|x〉)2)

Es gilt: ET (h) != 0

Begründung:
ET (y · ET (y)− E2

T (y)− y〈r|x〉+ ET (y)〈r|x〉) =

ET (y) · ET (y)− E2
T (y)− ET (y)〈r|x〉+ ET (y)〈r|x〉 = 0
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Formale Definition von Bias und Varianz
Daraus folgt:
ET

(
(y(x)− 〈r|x〉)2

)
= ET

(
(y(x)− ET (y(x)))2)︸ ︷︷ ︸

Varianzy(x)

+

ET
(
(ET (y(x))− 〈r|x〉)2︸ ︷︷ ︸

Bias2
y(x)

)

Erwartungswerte bei allen möglichen Realisierungen x:

(Biasy)2 :=
1
2

∫
Bias2

y(x)P (x)dx

Varianzy :=
1
2

∫
Varianzy(x)P (x)dx
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Formale Definition von Bias und Varianz

Bias: Abweichung zwischen dem Erwartungswert der Netzwerkfunktion
und dem Erwartungswert der gefordeten Regressionsfunktion.

Varianz: Abhängigkeit der Netzwerkfunktion von spezieller Wahl der
Trainingsmenge ΩTj

.

Ziel: Minimierung von Bias und Varianz.

Bias-Varianz-Dilemma: Bias und Varianz sind oft im Konflikt zueinander.
Das Lernverfahren muß eine Balance zwischen Bias und Varianz
erreichen.
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Beispiele für Bias und Varianz
a) Beispiel mit linearer Modellfunktion: keine Varianz und kein Bias,
wenn Daten tatsächlich linear verteilt sind.

x

y,r
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Beispiele für Bias und Varianz
b) Bsp. mit polynominaler Modellfunktion: Varianz und Bias abhängig
von tatsächl. Verteilung der Daten und verwendetem Grad des Polynoms.

y,r

x
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Beispiele für Bias und Varianz
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Beispiele für Bias und Varianz

c) Beispiel mit einer festen Funktion f(x) als Abbildungsfunktion y(x),
wobei f(x) unabhängig von ΩT sei. f wird nicht gelernt, sondern a
priori vorgegeben.

Varianz verschwindet, da y(x) = f(x), und somit ET (y(x)) = f(x).

Bias ist i.A. hoch, da Abhängigkeit von Trainingsmenge nicht
berücksichtigt wurde.
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Beispiele für Bias und Varianz

d) Beispiel mit auswendig gelernten Funktionen fj(x), die die
Trainingsmengen ΩTj

jeweils perfekt widerspiegeln.

Für die Trainingselemente, die in der Schnittmenge der herangezogenen
ΩTj

liegen, j ∈ {1, · · · }, ist Bias und Varianz gleich 0.
Für die übrigen Trainingselemente ist Bias und Varianz i.A. sehr hoch.
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Minimierung von Bias und Varianz

Komplexe Modelle verwenden, um Bias zu reduzieren, eventuell
Vorwissen bezüglich unbekannter Modellfunktion einbringen.

Größere Trainingsmengen ΩTj
führen zu geringerer Varianz.
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8. Support-Vektor-Maschinen

Synonym: Support-Vektor-Netze.
Verwendung: Klassifikation oder Funktionsapproximation.
Hier: Fokussierung auf Klassifikation (zwei Klassen).

8.1 SVM mit linearer Diskriminanzfunktion

8.2 SVM mit nicht-linearer Diskriminanzfunktion
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8.1 SVM mit linearer Diskriminanzfunktion

Überblick:

Support-Vektoren, Diskriminanzfunktion

Trennband maximaler Breite

Quadratische Optimierungsaufgabe

Hinweis auf die optimale, separierende Hyperebene

Äquivalente quadratische Optimierungsaufgabe

Berechnung der optimalen separierenden Hyperebene
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Support-Vektoren, Diskriminanzfunktion

x

1

2

x
0H

Support-Vektoren:

Diskriminanzfunk�on:
0H
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Trennband maximaler Breite

Aufgabe: Bestimmung einer Diskriminanzfunktion, so daß das dazu
parallele Trennband maximale Breite hat.

Menge ΩT := {(x1, r1), · · · , (xM , rM)}, rm ∈ {−1,+1}

ΩT ist absolut trennbar, falls w := (w1, · · · , wI)T und w0 existieren,
mit

wTxm + w0 ≥ 1, falls rm = 1
wTxm + w0 ≤ −1, falls rm = −1
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Trennband maximaler Breite
Zusammenfassung beider Fälle:

rm(wTxm + w0) ≥ 1, ∀m ∈ {1, · · · ,M} (1)

Optimale, separierende Hyperebene erfüllt die Gleichung:
w∗,Tx+ w∗0 = 0,

wobei w∗

‖w∗‖ diejenige Richtung ist, bei welcher nach Projektion der
Trainingsvektoren der Abstand zwischen den resultierenden Randpunkten
der Klassen maximal ist. Genannter Abstand ist definiert durch:

dw,wo := min
{(x,r=1)}

wTx

‖wT‖
− max
{(x,r=−1)}

wTx

‖wT‖
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Trennband maximaler Breite
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Trennband maximaler Breite

1x

x2

0H
1H

2H
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Trennband maximaler Breite
Für einen Trainingsvektor auf H1 gilt: wTx+ w0 = 1

⇒ orthogonaler Abstand zum Ursprung: (1−w0)
‖w‖

Für einen Trainingsvektor auf H2 gilt: wTx+ w0 = −1

⇒ orthogonaler Abstand zum Ursprung: (−1−w0)
‖w‖

Also dw,wo := 2
‖w‖ .

Gesucht: Optimale, separierende Hyperebene durch Minimierung von
wTw unter der Nebenbedingung gemäß Gleichung (1).
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Quadratische Optimierungsaufgabe

Standardansatz mit der Lagrange-Funktion:

fLagr(w,w0, B) :=

1
2
wTw −

M∑
m=1

βm(rm(wTxm + w0)− 1) (2)

Sattelpunktfunktion fLagr in M + I + 1 Parametern.
Lagrange-Multiplikatoren B := (β1, · · · , βM)T , nicht-negativ.
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Quadratische Optimierungsaufgabe

Ausmultiplizieren von Gleichung (2) liefert:

fLagr(w,w0, B) :=
1
2
wTw +

M∑
m=1

βm −
M∑
m=1

βmrmw0 −

M∑
m=1

βmrmwTxm (3)
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Quadratische Optimierungsaufgabe

Satz aus der Theorie der Quadratischen Optimierung:
Sattelpunkt ist Lösung der Optimierungsaufgabe.

Minimierung bezüglich w,w0 und Maximierung bezüglich B.

Lösung erhält man prinzipiell durch Anwendung einer mathematischen
Standardmethode (z.B. in MATLAB).
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Hinweis auf die optimale, separierende Hyperebene
Bestimmung von w∗:

∇wfLagr(w,w0, B) = w −
M∑
m=1

βmrmxm
!= ~0

⇒ w =
M∑
m=1

βmrmxm (4)

Hinweis: Optimale, separierende Hyperebene basiert auf Linear-
kombination von denjenigen Trainingsvektoren mit βm > 0.

Bestimmung von w∗0:
Siehe später in diesem Unterkapitel.
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Äquivalente quadratische Optimierungsaufgabe

Nachfolgend wird eine äquivalente quadratische Optimierungsaufgabe
hergeleitet. Dabei zeigt sich, daß

nur diejenigen Trainingsvektoren von ΩT eine Rolle spielen, die auf
H1 oder H2 liegen, welche somit als Support-Vektoren bezeichnet
werden;

beim Training und bei der Anwendung die Input-Vektoren aus Ω
immer nur paarweise als Skalarprodukte vorkommen, auf dessen
Grundlage auch nicht-lineare Diskriminanzfunktionen lernbar sind
(siehe später in Unterkapitel 8.2).
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Äquivalente quadratische Optimierungsaufgabe
In der Lösung der quadratischen Optimierung gilt insbesondere:

∂fLagr(w,w0, B)
∂w0

=
M∑
m=1

βmrm
!= 0 (5)

Einsetzen Gleichungen (5) und (4) in Gleichung (3) liefert:

fLagr(w,w0, B) =
M∑
m=1

βm −
1
2

(
M∑
m=1

βmrmxm︸ ︷︷ ︸
w

)T (
M∑
l=1
βlrlxl︸ ︷︷ ︸
w

)

= BTU −
1
2
BTDB =: fÄqui(B) (6)

mit U := (1, · · · , 1)T , D := (Dml)m=1···M
l=1···M

, Dml := rmrlxm,Txl
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Äquivalente quadratische Optimierungsaufgabe
Äquivalente Optimierungsaufgabe: Maximierung von fÄqui(B) bezüg-
lich B unter den Nebenbedingungen βm ≥ 0, ∀m ∈ {1, · · · ,M}.

Am Sattelpunkt w∗, w∗0, B∗ gilt (nach Kuhn/Tucker):

β∗,m (rm(w∗,Txm + w∗0)− 1)︸ ︷︷ ︸
(7’)

= 0, ∀m ∈ {1, · · · ,M} (7)

Falls β∗,m 6= 0, dann muß Ausdruck (7’) gleich null sein, d.h. xm liegt
auf H1 oder H2.

Falls β∗,m = 0, dann kann xm dahinter liegen.
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Berechnung der optimalen separierenden Hyperebene

Berechnung von w∗ basierend auf Gleichung (4):
w∗ := ∑M

m=1 β
∗,mrmxm

Hinweis: zur Repräsentation von w∗ tragen nur die auf H1 oder H2
liegenden Trainingsvektoren (Support-Vektoren) bei.

Berechnung von w∗0:
Sei xm ein Support-Vektor, z.B. derjenigen Klasse mit rm = 1.
Dann gilt w∗,Txm + w0 = 1⇒ w∗0 := 1− w∗,Txm
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8.2 SVM mit nicht-linearer Diskriminanzfunktion

Überblick:

Skalarprodukte von Vektoren

Transformation des Eingaberaumes

Implizite Raumtransformation via Kernfunktion

Beispiele von Kernfunktionen
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Skalarprodukte von Vektoren
In zentraler Optimierungsfunktion (6) tauchen die Trainingsvektoren
nur paarweise als Skalarprodukte auf.

Auch in der Anwendung der Diskriminanzfunktion, d.h. bei
Klassifikation eines Eingabevektors x, taucht dieser Vektor nur in
Skalarprodukten mit Trainingsvektoren xm auf.
Diskriminanzfunktion: fDisk(x) := sign(w∗,Tx+ w∗0)

mit w∗,Tx := ∑M
m=1 β

∗,mrmxm,Tx

Die Skalarprodukte werden im Folgenden durch sogenannte
Kernfunktionen ersetzt. Dadurch sind auch nicht-lineare
Diskriminanzfunktionen erlernbar.
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Transformation des Eingaberaumes

Transformation eines I1-dimensionalen Eingabevektors in einen
I2-dimensionalen Vektor eines anderen Raumes.

fTran : RI1 → RI2

fTran(x) :=


f1
Tran(x)

...
f I2
Tran(x)


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Transformation des Eingaberaumes

Konstruktion des Gewichtsvektors im transformierten Raum:

w∗ :=
M∑
m=1

β∗,mrmfTran(xm)

Nur diejenigen Summanden mit β∗,m > 0 sind relevant.

Diskriminanzfunktion im transformierten Raum:
fDisk(x) := sign(w∗,TfTran(x) + w∗0)
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Transformation des Eingaberaumes
Paarweises Auftreten von fTran bei der Anwendung:

w∗,TfTran(x) :=
M∑
m=1

β∗,mrmfTran(xm)TfTran(x)

Paarweises Auftreten von fTran bei Optimierung von B:
Dm` := rmr`fTran(xm)TfTran(x`)

Es gibt Kombinationen aus bestimmter Transformationsfunktion fTran
und einer zugehörigen, sogenannten Kernfunktion fKern, für die gilt:

fTran(xi)TfTran(xj) != fKern(xi, xj), ∀xi, xj
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Implizite Raumtransformation via Kernfunktion
Beispiel:

fTran : R2 → R3, fKern : R2 × R2 → R

fTran(x) :=


(x1)2
√

2x1x2

(x2)2


fKern(xi, xj) := (xi,Txj)2

⇒ fTran(xi)TfTran(xj) != fKern(xi, xj), ∀xi, xj
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Implizite Raumtransformation via Kernfunktion
Beim Lernen muß dann nur Kernfunktion fKern herangezogen werden:

Dm` := rmr`fKern(xm, x`)

Diskriminanzfunktion:

fDisk(x) := sign
 M∑
m=1

β∗,mrmfKern(x, xm) + w∗0


Nur diejenigen Summanden mit β∗,m > 0 sind relevant.

In Artikeln von Mercer/Courant findet man Zusammenhänge von
Transformations- und Kernfunktionen.
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Beispiele von Kernfunktionen

Gaußfunktion:

fKern(xi, xj) := e−
‖xi−xj‖2

2σ2

Lokalisierende Gauß-(Basis)funktion als Kernfunktion.

Diskriminanzfunktion ist durch dieselbe Art von Basisfunktionen wie
beim RBF-Netz definiert.

Im Gegensatz zur Clusterung und Verwendung von Cluster-Zentren
werden die Zentren der Gauß-Funktionen hier durch Support-
Vektoren definiert.
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Beispiele von Kernfunktionen
Hyperbolischer Tangens:

fKern(xi, xj) := tanh(xi,Txj)

tanh(u) := sinh(u)
cosh(u) =

eu−e−u
2

eu+e−u
2

-1

+1

tanh

u
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Beispiele von Kernfunktionen
Hyperbolischer Tangens (forts.):

Nicht-Lokalisierende Sigmoid-ähnliche Kernfunktion, als kleine
Gemeinsamkeit mit MLPs.

Jedoch wird bei MLP der Sigmoid in mehreren, aufeinander folgen-
den Schichten jeweils auf die linearen Assoziationen von vorherigem
Schicht-Output und Gewichtsvektoren für nachfolgende Knoten
angewendet.

Dagegen wird der Hyperbolischer Tangens bei SVM auf nur einer
Schicht auf die linearen Assoziationen von Eingabevektor und
ausgewählten Trainingsvektoren angewendet.
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Beispiele von Kernfunktionen

Polynom: fKern(xi, xj) := (xi,Txj + 1)d

Entspricht polynomiale Klassifikation, hier z.B mit Polynomgrad d.
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Tutorial 10: From MLPs to CNNs
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What we've got so far...
● MLP consisting of multiple hidden layers

1 1



  3/77

Can we classify images with MLPs?
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Can we classify images with MLPs?
● Yes!
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Can we classify images with MLPs?
● Yes! Just treat each Pixel as input node!

■ MxN resolution image is treated as (M*N)x1 input 
vector!
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1 1

Can we classify images with MLPs?
● Yes! Just treat each Pixel as input node!

■ MxN resolution image is treated as (M*N)x1 input 
vector!

For a better overview not every 
edge is depicted in this sketch! 
Actually each pixel has 
(weighted) outgoing edges to 
each hidden node in the next 
layer!!

1
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Practical remarks
● The transformation from a MxN image to a 

(M*N)x1 vector is often called flattening
● Flattening is sometimes necessary to feed an 

image into a MLP (depending on the framework)
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Drawbacks
● Images usually have a very high resolution
● MxN image input to a hidden layer with L neurons 

would result in a weight matrix of size
(M*N+1)xL

● Example:
128x128 image and 1024 hidden neurons

● => (128*128+1)x1024 weight matrix, i.e.
      16778240 weights that need to be learnt

● only for the first layer!!!
● Alternative approach: Convolutional Neural Networks
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Convolutional Neural Networks (CNNs)
● Just like MLPs CNNs have a layer-wise 

architecture
● CNNs are usually just a stack various layers

■ Convolutional Layer
■ Activation Layer 

(sometimes included in Convolutional Layer and not 
considered separately)

■ Pooling Layer
■ Fully Connected Layer
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Convolutional Layer
● Consists of a fixed number of kernels
● The input of this layer is convolved with each of the kernels, 

i.e.
■ „slide each kernel over the image spatially, computing dot 

products“
● The results of the convolutions are called feature maps
● Parameters:

■  Number of kernels
■ Size of kernel
■ „Padding“
■ „Stride“ = step size during „sliding“
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